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cela n’a pas dû être facile pour vous de devoir supporter la maladie, les

incertitudes, mes sautes d’humeur, mes angoisses. Merci pour tous...



Dédicaces

A mes chers parents, pour tous leurs sacrifices, leur amour, leur soutien

et leurs prières tout au long de mes études,

A toute ma famille pour leur soutien tout au long de mon parcours

universitaire,

Que ce travail soit l’accomplissement de vos voeux tant allégués, et le
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Introduction générale

La régression quantile est un type de régression utilisé en statistiques.

Elle prend de plus en plus d’importance, comme le montre le nombre crois-

sant d’articles publiés dans les revues scientifiques[11].

Dans la régression linéaire le coefficient de régression représente le chan-

gement opéré dans la variable réponse produit par une unité de change-

ment dans la variable prédictive associée à ce coefficient. Le paramètre de

régression quantile procure une estimation du changement dans un quan-

tile spécifique de la variable réponse produit par une unité de changement

de la variable prédictive.

En ce qui concerne la régression quantile, on peut dire qu’elle étend la

notion de régression ordinaire aux quantiles de la variable expliquée [13].

Cela nous donne plus d’informations sur la distribution de cette variable,

car les quantiles sont des points particuliers pris à intervalles réguliers de

la fonction de distribution d’une variable aléatoire. Nous rappelons que la

régression ordinaire est un modèle de moyenne conditionnelle, où le condi-

tionnement porte sur les variables explicatives. De manière similaire, la

régression quantile est un modèle pour les quantiles conditionnels.

Le principal avantage de la régression quantile par rapport à la régression

linéaire est sa flexibilité dans la modélisation de données avec des distri-

butions conditionnelles hétérogènes. De nombreux chercheurs ont travaillé

sur ce thème, notamment Roger Koenker[35], Yue et al. et plusieurs statis-

ticiens poursuivent leurs recherches et leur développement.

L’objectif de la régression quantile diffère de celui de la régression linéaire

classique. Un modèle de régression linéaire exprime la variable dépendante
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Introduction générale

comme une combinaison linéaire de certaines covariables fixes plus un terme

d’erreur aléatoire. Ainsi, la régression linéaire s’ajuste la moyenne de la ré-

ponse, car il est supposé que le terme d’erreur a une espérance égale à zéro.

La régression quantile étudie les quantiles plutôt que l’espérance de la va-

riable de réponse. Les méthodes d’estimation de ces modèles peuvent être

classées en paramétriques et non paramétriques. La méthode d’estimation

dépend de la généralisation du critère d’erreur absolue pondérée symétri-

quement (voir Koenker et Zhao (1994)[38]. Dans le cas non-paramétrique,

les méthodes les plus utilisées dépendent des β-splines et de l’approche lo-

calement polynomiale Yu et Jones [54].

Ce mémoire se veut être une présentation de deux approches de la ré-

gression quantile, à savoir l’approche classique et l’approche bayésienne

dans le cas paramétriques. Dans le première chapitre nous présentons le

principe de l’inférence bayésienne, la méthode d’estimation bayésienne et

les algorithmes de simulation de Monte Carlo.

Dans le deuxième chapitre, nous abordons les modèles de régression linéaire

simple et multiple, ensuite nous donnons quelques définitions du quantile

et quelques modèles de régression quantile (RQ). Ensuite, nous discutons

des méthodes d’estimation paramétriques classiques et nous terminons le

chapitre par quelques cas particuliers avec leur interprétation générale.

Dans le troisième chapitre, nous développons la régression quantile bayé-

sienne (RQB) en utilisant une fonction de vraisemblance basée sur la dis-

tribution de Laplace asymétrique (voir l’annexe pour la définition et les

propriétés). Il est démontré que, quelle que soit la distribution originale des

données, l’utilisation de la distribution asymétrique de Laplace est une ma-

nière très naturelle et efficace de modéliser la RQB par rapport à d’autres

distributions [57]. Le chapitre se termine par une application dans laquelle

nous modélisons le problème par la RQB et nous présentons les résultats

de simulation par des graphiques et des tableaux pour les quantiles (q=

0.5 ; 0.75 et 095). Le document se termine par une conclusion et quelques

perspectives.
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Chapitre 1

Inférence bayésienne

1.1 Introduction

Considérons un modèle statistique (X ,A, Pθ, θ ∈ Θ) où θ est un pa-

ramètre inconnu à estimer. La démarche bayésienne consiste à traiter le

paramètre inconnu θ comme une variable aléatoire (v.a.), en lui associant

une loi de probabilité sur l’espace des paramètres Θ, dite loi a priori, notée

π(θ). Cette loi reflète la connaissance a priori (éventuelle) du paramètre

[23]. Le modèle bayésien est alors (X ,A, Pθ, π(θ), θ ∈ Θ).

Soit X une v.a. de probabilité Pθ dépendant du paramètre inconnu θ à

estimer de densité fθ avec fθ(x) = f(x | θ). Dans le modèle bayésien on

interprète la densité fθ comme la loi conditionnelle par rapport à θ.

Le théorème de Bayes est fondamental dans l’inférence statistique bayé-

sienne, permettant de mettre à jour un état de connaissance a priori (i.e.,

avant d’observer certaines données) en un état de connaissance a posteriori

(i.e., après avoir observé ces données).

1.2 Principales lois de probabilités utiles dans l’ap-

proche bayésienne

a- Loi a priori

La loi a priori de θ notée par π(θ) est une loi de probabilité qui modélise

toute l’information disponible sur le paramètre d’intérêt θ, avant le

recueil des observations, sa détermination est l’essence de la statistique
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Chap. I. Inférence bayésienne

bayésienne.

b- La loi a posteriori

La loi a posteriori décrit le comportement de la variable aléatoire θ

sachant l’observation x. Sa densité est donnée par :

π(θ | x) =
f(x | θ)π(θ)∫

Θ f(x | θ)π(θ)dθ

Dans ce contexte bayésien on a la notion de proportionnalité, c’est-à-

dire :

π(θ | x) ∝ f(x | θ)π(θ) = g(θ, x)

où g(θ, x) = f(x | θ)π(θ) est la densité de probabilité du couple (θ, x).

c- La loi marginale de X

On la note par m(x), elle est calculée comme suit :

m(x) =

∫
Θ

f(x | θ)π(θ)dθ

Remarque 1.2.1 Lorsque’on manipule un échantillon X = (X1, . . . , Xn),on

remplace dans les expressions précédentes la v.a. X par X et la réa-

lisation x par x = (x1, . . . , xn) et fθ(x) par la vraisemblance fθ(x) =

L(θ, x).

1.3 Bases décisionnelle de l’analyse bayésienne

En pratique l’inférence statistique conduit à une décision finale prise par

le décideur et il est important de pouvoir comparer les différentes décisions

au moyen d’un critère d’évaluation, qui va apparaitre sous forme de fonction

de coût (perte) qui est une fonction mesurable de (Θ×D) à valeures dans

R+ notée par `(θ, δ(x)).

Soit D l’ensemble des règles de décisions δ, qui sont des applications de

X dans A , on note a = δ(x) est une estimation. Le but est de trouver une

règle de décision δ ∈ X .
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Chap. I. Inférence bayésienne

1- Fonctions de coût

Les fonctions de coût les plus utilisées sont

1-1 Le coût quadratique

La fonction de coût quadratique est la fonction définie par :

`(θ, δ) = (θ − δ(x))2

1-2 Le coût absolu

La fonction de coût absolu ou le coût L1 est la fonction définie

par :

`(θ, δ(x)) = |θ − δ(x)|

1-3 Le coût 0− 1

La fonction de perte 0-1 est l’application ` définie par :

`(θ, δ(x)) =

0 θ ∈ Θ0

1 θ ∈ Θ1

où

Θ0 ∪Θ1 = Θ et Θ0 ∩Θ1 = ∅

Fonctions de risque

– Risque fréquentiste

Pour une fonction de perte donnée `(δ, θ), le risque fréquentiste est le

coût moyen (l’espérance mathématique) du coût d’une règle de déci-

sion qui est défini par :

R(θ, δ) = Eθ[`(θ, δ(x))] =

∫
X
`(θ, δ(x))f(x | θ)dx

– Risque intégré

Pour une fonction de perte donnée, on définit le risque intégré comme

étant le risque fréquentiste moyenné sur les valeurs de θ selon leurs

distributions a priori π noté R∗(π, δ), par :

R∗(π, δ) = E[R(θ, δ)] =

∫
Θ

R(θ, δ)π(θ)dθ
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Chap. I. Inférence bayésienne

– Risque a posteriori

Le risque a posteriori noté par R∗(π, δ | x) est défini comme étant la

moyenne du coût par rapport à la loi a posteriori :

R∗(π, δ | x) = Eπ[R(θ, δ(x))] =

∫
Θ

R(θ, δ(x))π(θ)dθ

– Risque de bayes

Le risque de bayes pour la décision δ ∈ D est la quantité donnée par :

r(π) = r (π, δπ) = inf
δ∈D

r(π, δ)

Dans le cas ou r(π, δ) <∞, la décision

δπ = argmin
δ∈D

(R∗(π, δ(x)))

où R∗(π, δ | x) est le risque a posteriori, est appelée estimateur bayé-

sien.

– Risque minimax

On appelle risque minimax (minimum du risque maximum) associé à

la fonction de coût `, la valeur :

R̄ = inf
δ∈D

sup
θ∈Θ

R(θ, δ) = inf
δ∈D

supEθ[`(θ, δ(x))]

1.4 Estimation bayésienne

On appelle estimateur de bays associé à une fonction de coût `(θ, δ(x)),la

décision δπ(x) qui minimise le risque a posteriori de θ ,c’est-à-dire : :

δπ(x) = arg min
δ∈D

(R∗(π, δ(x))

Parmi les fonction de coût usuelles, on peut citer :

1. L’estimateur MMSE (Minimum Mean Square Error)[46]

L’estimateur MMSE de θ, noté θ̂MMSE(x) est l’estimateur qui mini-
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Chap. I. Inférence bayésienne

mise le coût a posteriori relativement à la perte quadratique moyenne

R(θ, θ̂) = E
[
(θ̂ − θ)2

]
,

avec θ̂ = θ̂(x) un estimateur de θ.

Il est défini par :

θ̂MMSE(x) = E(θ | x), x ∈ R

L’estimateur MMSE est donc la moyenne a posteriori de θ.

2. Estimateur MAP(Maximum A Posteriori)

L’estimateur MAP de θ est obtenu par maximisation de la loi a pos-

teriori, c’est-à-dire :

θ̂ = arg max
θ
π(θ | x) = arg max

θ
ln π(θ | x).

Cet estimateur est associé au coût 0− 1.

3. La médiane a posteriori

L’estimateur de bays associe á la loi a priori π et á la fonction de coût

absolu est le fractile d’ordre
1

2
de la loi a posteriori .

Alors le médiane a posteriori donnée par

p(θ/δ) = p(θ < δ | x) =
1

2

L’estimateur de bays associe á la loi a priori π est le fractile d’ordre
k2

k1 + k2
de π(θ | x). c-á-d :

k2

k1 + k2
= p(θ | δ)

Propriétés de l’estimateur de Bayes

1. L’estimateur de Bayes est admissible.
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Chap. I. Inférence bayésienne

2. L’estimateur de Bayes est biaisé.

Sous certaines hypothèses de régularité le plus souvent satisfaites en

pratique, on a les deux propriétés :

a L’estimateur de Bayes est convergent en probabilité (quand la taille

de l’échantillon n −→ +∞).

b La loi a posteriori peut être asymptotiquement (c.a.d. pour de

grandes valeurs de n ) approximée par une loi normale

N (E[θ | x],Var[θ | x]). Cette dernière propriété est particuliè-

rement utile pour construire des des intervalles de confiance a

posteriori [15].

1.5 Approche bayésienne des tests

On veut tester l’hypothèse suivant :

H0 : θ ∈ Θ0 vs H1 : θ ∈ Θ1

où

Θ0 ∪Θ1 = Θ et Θ0 ∩Θ1 = ∅

Par définition, les décisions bayésiennes sont celles qui minimisent le

coùt a posteriori R∗(π, δ | x)

On a deux décisions possibles :

d0 : On accepte H0 : θ ∈ Θ0 et d1 : On rejette H0.

En pratique, on accepte l’hypothèseH0 ou H1 dés que sa probabilité a

posteriori %0 = π (θ ∈ Θ0) ou %1 = π (θ ∈ Θ1) = 1− %0, respectivement, est

forte c’est à dire supèrieure à 0,9 ou 0,95 .

1. Le facteur de bayes
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Chap. I. Inférence bayésienne

Le facteur de Bayes est le rapport des probabilités a posteriori des

hypothèses nulle et alternative sur le rapport des probabilités a priori

de ces même hypothèses, soit

B(x) =
P (θ ∈ Θ0 | x)

P (θ ∈ Θ1 | x)
/
π (θ ∈ Θ0)

π (θ ∈ Θ1)
.

Ce rapport évalue la modification de la vraisemblance de l’ensemble

Θ0 par rapport à celle de l’ensemble Θ1 dûe à l’observation.

Cas particulier

Soit Θ0 = {θ0} et Θ1 = {θ1} . Le facteur de Bayes se simplifie et

devient le rapport de vraisemblance classique

B(x) =

∫
Θ0
f (x | θ0) π0(θ)dθ∫

Θ1
f (x | θ1) π1(θ)dθ

=
m0(x)

m1(x)

Comme indiqué précédemment le facteur de Bayes est un point de

vue décisionnel ,comlètement équivalent à la probabilité a posteriori

de l’hupothèse nulle puisque

B(x) =
a1

a0
/
%0

%1
=
a1%1

a0%0

où

a0 =

∫
Θ0

π (θ ∈ Θ0) et a1 =

∫
Θ1

π (θ ∈ Θ1) .

Echelle de Jeffreys :

2. Intervalles de confiances bayésiens

L’approche bayésienne présente l’avantage de permettre une construc-

tion directe d’une région de confiance, deux types d’intervalles seront

définis par la suite, qui sont présenté comme suit :

– Intervalle de confiance a priori

Un intervalle de confiance a priori J de niveau 1 − α, l’intervalle

donné par :

11



Chap. I. Inférence bayésienne

P(θ ∈ J) =

∫
J

π(θ) = 1− α,

– Intervalle de confiance a posteriori

Un intervalle de confiance a posteriori I, de niveau 1−α, l’intervalle

donné par :

P(θ ∈ I | X) =

∫
I

π(θ | X) = 1− α,

1.6 Modélisation de l’information a priori

Le choix de la loi a priori est une étape fondamentale dans l’analyse

bayésienne pour ce la il est rare que l’information a priori soit suffisamment

précise pour conduire à une détermination exacte de la loi a priori, dans

le sens où plusieurs lois de probabilité peuvent être compatibles avec cette

information.

En pratique, parfois on utilise comme loi a priori les lois usuelles (lois

normales, lois gamma, etc) ou des lois dites conjuguées, l’information a

priori étant alors utilisée pour déterminer les paramètres de la loi a priori,

appelés hyperparamètres. Le choix de la loi a priori Ãl’tant cruciale, il

existe principalement deux méthodes : subjective et informative, nous ne

parlerons que du cas informatif.

– Lois conjuguées naturelles

Une des difficultés de l’approche bayésienne est le calcul de la loi a

posteriori. Ce calcul est facilité lorsque la loi a priori et la loi a pos-

teriori ont la même forme. On parle dans ce cas de la loi a priori

conjuguée.

Définition 1.6.1 Supposant que la loi des observations est connue

[49], on se donne une famille F de lois de probabilité sur Θ. On sup-

pose que la loi a priori π(θ) appartient à F . Si dans ces conditions,

la loi a posteriori π(θ | X) appartient toujours à F , on dit que la loi

a priori est conjuguée naturelles.
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Chap. I. Inférence bayésienne

Il y a plusieurs des exemples sur les lois conjuguée naturelles comme

la famille des lois Beta est conjuguée pour des vraisemblances bi-

nomiales ou la famille des lois de Dirichlet est conjuguée pour des

vraisemblances multinomiales.

– Lois a priori non informatives

Une loi non informative est une loi qui porte une information sur le

paramètre à estimer dont le poids dans l’inférence est réduit. Aussi est

une démarche à mettre en place en l’absence d’information apriori.

Définition 1.6.2 Soit θ un paramètre réel. On appelle loi a priori

non informative de Jeffreys est invariant par transformation bijective,

la loi (éventuellement impropre) de densité

πJ(θ) ∝ [IX(θ)]
1
2 IΘ(θ)

où IX(θ) désigne l’information de Fisher apportée par X sur θ.

Ou encore, πJ(θ) = k
√
IX(θ), k est une constante ,alors le paramètre

θ est définie par

IX(θ) = E

[(
∂

∂θ
ln f(x | θ)

)2
]

si le domaine de X est indépendant de θ alors

IX(θ) = −E
[
∂2

∂θ2
ln f(x | θ)

]
.

On peut justifier que l’a priori de Jeffreys offre une méthode auto-

matisée pour obtenir un a priori non informatif pour n’importe quel

modèle paramétrique.

– Lois invariantes et a priori de Laplace

Laplace a été le premier à utiliser des techniques non-informatives,

puisque, bien que ne disposant d’aucune information a priori pour les

paramètres qu’il étudiait , il munit ces paramètres d’une loi qui prend

en compte son ignorance en donnant la même vraisemblance à chaque
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Chap. I. Inférence bayésienne

valeur possible, soit donc en utilisant une loi uniforme. Son raisonne-

ment, appelé plus tard principe de la raison insuffisante, se fondait

sur l’équiprobabilité des événements élémentaires. Il y a plusieurs cas

dans le critère de laplace qui sont définies dans [1].

Il s’agit de trouver une distribution a priori invariante par certaines

opérations. Si la famille de distributions est stable par une classe de

transformations, on pourra chercher une distribution a priori inva-

riante par cette famille de transformations. Il y a deux cas de la loi

a priori invariante, les cas la loi a priori invariante est invariance par

translation ou invariance par changement d’échelle [60].

L’approche invariante n’est que partiellement satisfaisante car elle im-

plique la référence à une structure d’invariance qui peut parfois être

choisie de plusieurs manières, ne pas exister, ou être sans intérêt pour

le décideur.

– Maximum d’entropie

Si certaines caractéristiques de la loi a priori sont connues (moments,

quantiles, etc), on suppose qu’elles peuvent s’écrire comme des espé-

rances a priori,

Eπ[gk(θ)] = wk, avec k = 1, . . . , K

où gk est une fonction de θ ,θ ∈ Rn .

La définition de l’entropie dans un cadre fini et discret donnée par

Ent(π) = −
n∑
i=1

π (θi) log (π (θi))

La maximisation de l’entropie permet de chercher la loi qui apporte le

maximum d’information. Le principe à la base de cette méthode est

donc de chercher à calculer,

arg min
π
Ent(π)

Plus d’information sera présenté sur [43] .
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Chap. I. Inférence bayésienne

1.7 Méthodes de simulation de Monte-Carlo

Le terme méthode de Monte-Carlo, ou méthode Monte-Carlo, désigne

une famille de méthodes algorithmiques visant à calculer une valeur numé-

rique approchée en utilisant des procédés aléatoires, c’est-à-dire des tech-

niques probabilistes.

Les méthodes de Monte Carlo permettent d’estimer des quantités en utili-

sant la simulation de variables aléatoires [27]. Les problèmes pouvant être

rencontrés comprennent le calcul d’intégrales, les problèmes d’optimisation

et la résolution de systèmes linéaires. La simplicité, la flexibilité et l’effi-

cacité pour les problèmes en grande dimension de la méthode en font un

outil intéressant, pouvant servir d’alternative ou de référence pour d’autres

méthodes numériques[4].

– Algorithme de Metropolis-Hastings

L’algorithme de Metropolis-Hastings, proposé par METROPOLIS et

collab. [1953] et généralisé par HASTINGS [1970] pour engendrer une

châıne de Markov qui satisfasse le principe du bilan détaillé, est un

des plus simples algorithmes Monte Carlo. Il est en principe appli-

cable à tout systéme. Il est extrêmement facile à implémenter pour

échantillonner une densité cible,Pour une revue complète concernant

cette méthode consulter [6] et [53] pour une densitè π(θ | x) connue

a une constante prés et une loi conditionnelle q(./.), appelée loi de

proposition choisie symétrique au sens ou q(θ̈/θ) = q(θ/θ̈).

Pour θ(0) est une valeur initiale, on définit par récurrence les valeurs

de θ(k)

A l’étape k, à partir de θ(k−1), θ(k) est construit en tirant un θ′ à l’aide

d’une distribution de probabilité instrumentale : θ′ ∼ q
(
| θ(k−1)

)
· θ(k)

est donné par :

θ(k) =

θ′ avec une probabilité α
(
θ′, θ(k−1)

)
θ(k−1) avec une probabilité 1− α

(
θ′, θ(k−1)

)
avec

15



Chap. I. Inférence bayésienne

α
(
θ′, θ(k−1)

)
= min

(
π (θ′)

π (θ−1)

q
(
θ(k−1) | θ′

)
q
(
θ′ | θ(k−1)

) , 1)
– l’Algorithme de Gibbs

Dans le cadre bayésien, [49] l’algorithme de Gibbs va permettre d’ob-

tenir une réalisation du paramètre θ = (θ1, . . . , θP ) suivant la loi a

posteriori π(θ/x) dés que l’on est capable d’exprimer les lois condi-

tionnelles π (θi/θj;x) , j 6= i.

L’échantillonnage de Gibbs consiste à : Partant d’un vecteur ini-

tial θ(0) =
(
θ

(0)
1 , . . . , θ

(0)
p

)
où P ≥ 2 est la dimension de θ(0). A la

(k + 1)iÃĺme étape, disposant du vecteur θ(k) =
(
θ

(k)
1 , . . . , θ

(k)
P

)
, on

vcrit :

− simuler θ
(k+1)
1 ∼ π

(
θ1/θ

(k)
2 , . . . , θ(k)

p ;x
)

− simuler θ
(k+1)
2 ∼ π

(
θ2/θ

(k+1)
1 , θ

(k)
3 , . . . , θ

(k)
P ;x

)
...

− simuler θ
(k+1)
P ∼ π

(
θL/θ

(k+1)
1 , . . . , θ

(k+1)
P−1 ;x

)
Cette châıne admet une mesure invariante qui est la loi a posteriori.

Pour un nombre d’itérations suffisamment grand, le vecteur θ obtenu

peut donc être considère comme étant une réalisation de la loi a pos-

teriori.
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Chapitre 2

Les modéles de régression

2.1 Introduction

En statistique, le mot régression désigne un type de modèles bien pré-

cis. Or, la notion de modèle est absolument essentielle dans toute étude

statistique.La régression est l’un des outils, les plus utilisés en statistique.

Elle est très pratique lorsqu’on s’intéresse à la relation entre une variable

réponse Y et une ou plusieurs covariables X (quantitative ou qualitative).

La régression peut aussi être utilisée pour prédire la valeur de la variable

réponse, à partir de valeurs connues d’une ou plusieurs covariables . Les

applications de la régression, couvrent la plupart des domaines,par exemple

dans le domaine de la santé , économé et éducation ,... ect.

Le modèle de régression s’en serve de plus en plus comme d’un simple point

de dt’epart de l’analyse complète, il demeure l’outil de référence pour com-

mencer toute recherche empirique. Il est aussi une sorte de lentille à travers

laquelle on voit des relations entre les variables, en général ces modèles sont

construits dans le but d’expliquer la variance d’un phénomène (variable

dépendante) à l’aide d’ne combinaison de facteurs explicatifs (variables in-

dépendantes).

Si on s’intéresse à la relation entre deux variables, on parlera de la régres-

sion simple en exprimant une variable en fonction de l’autre. Si la relation

porte entre une variable et plusieurs autres variables, on parlera de la ré-

gression multiple. La mise en oeuvre d’une régression impose l’existence

d’une relation de cause à effet entre les variables prises en compte dans le

17



Chap. II. Les modèles de régression

modèle.

Il existe plusieurs types de régressions paramétriques et non paramétriques

chaque type ayant son importance et ses conditions d’application,au sein

de ce chapitre nous présenterons en détail deux types de modèles paramé-

triques : la régression linéaire et la régression quantile.

2.2 Modèle de régression linéaire

2.2.1 Régression linéaire simple

La régression linéaire est un modèle simple et facile d’utilisation d’une

variable expliquée Y sur une ou plusieurs variable X explicatives dans lequel

on fait l’hypothèse que la fonction de lien. On suppose un échantillon de n

points (xi, yi) du plan. f(x) est linéaire dans ses paramètre [9] c’est à dire :

yi = β0 + β1xi + εi i ∈ {1, . . . , n}

– les coefficients β1 et β0 sont les paramètres inconnus (mais non aléa-

toires !) du modèle,

– Les quantités εi viennent du fait que les points ne sont jamais parfai-

tement alignés sur une droite. On les appelle les erreurs (ou bruits) et

elles sont supposées aléatoires. Il y a deux hypothèses principales sur

les erreurs :{
(H1) : E [εi] = 0 pour tout indice i = 1, . . . , n

(H2) : Cov (εi, εj) = δijσ
2 pour tout couple (i, j),σ2=Var(ε) <∞

Les erreurs εi ∼ N(0, σ2
ε ) sont supposées centrées et de même variance

(homoscédasticité) et non corrélées entre elles (δij . est le symbole de

Kronecker, i.e. δij = 1 si i = j, δij = 0 si i 6= j ).

Notons que le modèle de régression linéaire simple peut encore écrire sous

le forme matricielle suivante :

Y = Xβ + ε (1)
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où :

Y =

 y1
...

yn

 , X =

 1 x1
...

...

1 xn

 , β =

(
β0

β1

)

et ε =

 ε1
...

εn


avec

– Y désigne le vecteur à expliquer de taille n× 1,

– X la matrice explicative de taille n× 2

– ε le vecteur d’erreurs de taille n× 1.

– β le vecteur des paramètre inconnu du modèle

Estimation de paramètre

Définition 2.2.1 On appelle estimateurs des Moindres Carrés Ordinaires

(en abrégé MCO) des paramètres β0 et β1 les valeurs minimisant la quan-

tité :

S (β0, β1) =
n∑
i=1

(yi − β0 − β1xi)
2 =

n∑
i=1

ε2i

Autrement dit, la droite des moindres carrés minimise la somme des carrés

des distances verticales des points (xi, yi) du nuage à la droite ajustée ŷ =

β̂0 + β̂1x [26] .

{
β̂0 = ȳ − β̂1x̄

β̂1 =
∑n
i=1(xi−x̄)(yi−ȳ)∑n

i=1(xi−x̄)
2

obtenu en résolvante le système des deux équations à deux inconnues

suivant :
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∇S
(
β̂0, β̂1

)
= 0⇔

{
β̂0 = ȳ − β̂1x̄

β̂1 =
∑n
i=1 xiyi−nx̄ȳ∑n
i=1 x

2
i−nx̄2

=
Sxy
Sxx

avec

x̄ =
1

n

n∑
i=1

xi et ȳ =
1

n

n∑
i=1

yi

Les estimateurs des MCO vérifient les propriétés suivantes :

1. β̂0 et β̂1 sont des estimateurs linéaires en (Yi)i=1...n , sans biais de βO et

β1 respectivement ;

2. Var
(
β̂0

)
=

∑n
i=1 x

2
i

n
∑n
i=1(xi−x̄)

2σ2

3.Var
(
β̂1

)
= 1∑n

i=1(xi−x̄)
2σ2 ;

4. cov
(
β̂0, β̂1

)
= −x̄∑n

i=1(xi−x̄)
2σ2.

Estimation de variance σ2

Un estimateur sans biais de σ2 est donnée par

σ̂2 =

∑n
i=1 (yi − ŷi)2

n− 2
=

∑n
i=1 (εi)

2

n− 2
=
SCR

n− 2

Où ŷi = β̂1 + β̂2xi.

Coefficient de détermination

On peut juger la qualité de l’ajustement linéaire par le coefficient de déter-

mination R2 qui mesure la proportion de la variance totale de Y expliquée

par la régression qui peut être prise en compte par les variables, Y qui est

donné par :

R2 =
SCE

SCT
= 1− SCR

SCT
= 1−

∑n
i=1 ε

2
i∑n

i=1 (yi − ȳ)2

(
0 ≤ R2 ≤ 1

)
On retrouve la propriété fondamentale SCT = SCE + SCR qui per-

met de mesurer l’ajustement du modèle par le coefficient de détermination.

– SCE =
∑n

j=1 (ŷi − ȳ)2

20



Chap. II. Les modèles de régression

– SCR =
∑h

i=1 ε
2
i

– SCT =
∑n

i=1 (yi − ȳ)2

De façon générale, l’interprétation est la suivante : le modèle de régres-

sion linéaire permet d’expliquer (100 × R2) % de la variance totale des

données.

2.2.2 La régression linéaire multiple

Le modèle de régression linéaire multiple est une généralisation du mo-

dèle de régression linéaire simple lorsque les variables explicatives sont en

nombre fini (≥ 2). Nous supposons donc que les données collectées suivent

le modèle suivant :

yi = β0 + β1xi1 + β2xi2 + · · ·+ βpxip + εi, i = 1, · · · , n

où

– εi est une variable aléatoire, non observée,i = 1, . . . , n

– xij est observé et non aléatoire,i = 1, . . . , n,j = 1, . . . , p

– les paramètres βj du modèle sont inconnus, mais non aléatoires ;

Il est convenable d’écrire le modèle de régression linéaire sous sa forme

matricielle :

Y = Xβ + ε,

avec

Y =

 y1
...

yn

 ;X =


1 x11 · · · x1p

1 x21 · · · x2p
...

... · · · ...

1 xn2 · · · xnp

 =


x′1
x′2
...

x′n

 b =


β0

β1
...

βp

 et ε =

 ε1
...

εn



La matrice X est appelée matrice du plan d’expérience. On suppose que

cette matrice est de rang p. Ses vecteurs colonnes sont linéairement indé-

pendants. Cela implique en particulier que la matrice symétrique X ′X est
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définie positive.

Hypothèses du modèle :

– H1 : Les variables explicatives sont observées sans erreurs (donc non

aléatoires).

– H2 : E (εi) = 0, pour i = 1.n, erreurs centrées.

– H3 : E
(
ε2i
)

= σ2
e , la variance de l’erreur est constante (hypothèse

d’homoscédasticité).

– H4 : E (εiεj) = 0 ∀i 6= j, les erreurs sont non corrélées.

– H5 : Cov (εi, x) = 0, pour i = 1.n, l’erreur est indépendante des

variables explicatives.

– H6 : εi ∼ N
(
0, σ2

e

)
, i = 1.n

Si l’une de ces hypothèses n’est pas respectées, donc on ne peut pas appli-

quer le modèle.

Le modèle de régression linéaire est estimé par plusieurs méthodes telles

que : la méthode des moindres carrés, la méthode robuste (robust fit) et

l’ajustement par étape, la méthode classique utilisée dans cette partie sera

celle des Moindres Carrés Ordinaires (MCO).

Estimation des paramètre du modèle

A partir de l’échantillon (aléatoire) de n observations

{(xi1, . . . , xip, yi) , i = 1, . . . , n}

on veut estimer les paramètres

β0, β1, . . . , βp et σ2

Pour estimer β = (β0, β1, . . . , βp), on peut utiliser la méthode des moindres

carrés ordinaires qui ne nécessite pas d’hypothèse supplémentaire sur la

distribution de εi, L’estimateur des MCO des coefficients du modèle s’écrit :

β̂ = (X ′X)
−1
X ′Y .

l’estimateur sans biais des moindres carrés de la variance des résidus σ̂2
ε

est défini comme suit[8] :
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σ̂2
ε =

1

n− (p+ 1)

n∑
i=1

(yi − ŷi)2 =
SCR

n− p− 1
.

Par conséquent, l’estimateur de la matrice de variances-covariances des β̂

est donnée par :

V ar(β̂) = σ̂2
ε (X ′X)

−1
.

Coefficient de détermination

La propriété fondamentale d’analyse de la variance SCT = SCE + SCR

permet de mesurer l’ajustement du modèle par le coefficient de détermi-

nation. Le coefficient de détermination R2 qui mesure la proportion de la

variance totale de Y expliquée, donné par :

R2 =
SCE

SCT
= 1− SCR

SCT
= 1−

∑n
i=1 ε

2
i∑n

i=1 (yi − ȳ)2

(
0 ≤ R2 ≤ 1

)
avec ε̂i = yi − ŷi .

Tests statistiques

Le test de Fisher

H0 : ”β1 = . . . = βp = 0 ” contre H1 : ”∃j ∈ {1, . . . , p}, βj 6= 0′′

est fondé sur la statistique suivante :

F ∗ =

∑n
i=1 (ŷi − ȳn)2 /p∑n

i=1 (yi − ŷi)2 /(n− p− 1)
=

SCE/p

SCR/(n− p− 1)
.

Il permet de juger la qualité globale de l’ajustement . Sous H0 ,Fn suit une

loi de Fisher à p et n−p−1 degrés de libertés. H0 avec un risque 0 ≤ α ≤ 1

si

F ∗ ≥ f(p,n−p−1),

– Si F ∗ > F(p,n−p−1,α) alors on rejette l’hypothèse nulle H0 donc on

accepte l’hypothèse alternative H1, le modèle est globalement signifi-

catif. D’où il ya au moins une variable explicative significative de Y

.

– Si F ∗ ≤ F(p,n−p−1,α) on accepte H0, alors le modèle est rejeté. D’où ,

il n’ y a aucune variable explicative significative de Y .

23



Chap. II. Les modèles de régression

Intervalle de confiance

Au seuil de confiance α, l’intervalle de confiance pour chaque coefficient

de régression est donné par :

ICβj =
[
β̂j − σ̂βjt(α2 ,n−p−1); β̂j + σ̂βjt(α2 ,n−p−1)

]
,

avec t(α2 ,n−p−1) représente le quantile d’ordre α
2 de la loi de student à (n−

p− 1) ddl. et σ̂β̄j est l’écart type estimé de β̂i, j = 1, . . . , p.

2.2.3 Limites du modèle linéaire

La principale limite de la régression linéaire est l’hypothèse de linéa-

rité entre la variable dépendante et les variables indépendantes. Dans le

monde réel, les données sont rarement séparables linéairement. Elle sup-

pose qu’il existe une relation linéaire entre les variables dépendantes et

indépendantes, ce qui est souvent incorrect.

Sujet au bruit et au sur-ajustement : Si le nombre d’observations est

inférieur au nombre de caractéristiques, la régression linéaire ne doit pas

être utilisée, sinon elle peut conduire à un ajustement excessif car elle com-

mence à prendre en compte le bruit dans ce scénario lors de la construction

du modèle.

Sujet à la multicollinéarité : Avant d’appliquer la régression linéaire,

la multicollinéarité doit être éliminée (à l’aide de techniques de réduction

de la dimensionnalité) car elle suppose qu’il n’y a pas de relation entre les

variables indépendantes. Le modèle linéaire ne permet pas de modéliser

des variables de réponse discrètes .En résumé, la régression linéaire est un

excellent outil pour analyser les relations entre les variables, mais elle n’est

pas recommandée pour la plupart des applications pratiques car elle sim-

plifie trop les problèmes du monde réel en supposant une relation linéaire

entre les variables.

2.3 Régression quantile (RQ)

La régression quantile s’impose progressivement comme une approche

globale de l’analyse statistique des modèles de réponse linéaires et non li-
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néaires. La régression quantile permet d’étudier les effets des covariables,

non seulement sur la moyenne d’une variable de réponse, mais aussi sur la

distribution conditionnelle complète de la réponse compte tenu des cova-

riables.

La régression quantile évite certaines hypothèses restrictives du modèle li-

néaire car elle ne nécessitent pas d’homoscédasticité ou un type spécifique

de distribution pour les réponses (ou de manière équivalente les termes

d’erreur).

La régression sur les quantiles peut se faire sous plusieurs angles et nécessite

beaucoup de notions statistiques c’est un outil statistique dont l’objet est

de décrire l’impact de variables explicatives sur une variable d’intérêt. Elle

permet une description plus riche que les régressions linéaires classiques.

L’usage des régressions quantiles s’est beaucoup répandu au cours de la

dernière décennie.Elles peuvent être aujourd’hui effectuées aisément avec

de nombreux logiciels statistiques (R,SAS ,STATA ... ect).

Dans les applications, les quantiles de régression qui décrivent les obser-

vations ”extrêmes” en termes de covariables présentent souvent un intérêt

réel.En complétant la concentration exclusive des méthodes basées sur les

moindres carrés sur l’estimation des fonctions moyennes conditionnelles

par une technique générale d’estimation des familles de fonctions quan-

tiles conditionnelles, la régression quantile est capable d’étendre considé-

rablement la flexibilité des méthodes de régression paramétriques et non

paramétriques [33]. Dans cette partie, avant de présenter les modèles de ré-

gression quantile, nous rappelons la définition des quantiles et régression,

nous donnerons le modèle de régression quantile et les méthodes d’estima-

tion. Nous donnerons également les cas particuliers, de modèles régression

quantile et quelques extensions.
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2.3.1 Définition de Quantile

– Définition 2.3.1 Le quantile théorique d’ordre τ et 0 < τ < 1 Soit

une variable aléatoire Y est définie par les inégalités suivantes :

P (Y ≥ QY (τ)) ≥ τ et P (Y ≤ QY (τ)) ≥ 1− τ

on peut en déduire que la probabilité d’observer une valeur inférieure

(ou égale) à QY (τ) devrait être supérieur à 1− τ tandis que la proba-

bilité d’observer une valeur supérieure (ou égale) à QY (τ) devrait être

supérieur à τ de. Pour la régression quantile, il est utile de reformuler

cette définition implicite comme solution de problème d’optimisation

QY (τ) = arg min
q

(E (ρτ(Y, q)|Y − q|)) (2, 1)

où la pondération

ρτ(y, q) =


1− τ y < q

0 y = q

τ y > q

(2, 2)

De tels poids définissent QY (τ) comme le minimisateur d’un écrat

absolu à pondération asymétrique. On notera que les poids ρτ(y, q)

sont définis différemment pour les valeurs supérieures et inférieures à

q et donc déplacer effectivement la solution vers le haut ou vers le bas

en fonction du choix de q.

Il existe une autre définition du quantile :

Définition 2.3.2 Supposons que Y est une variable aléatoire dont la

fonction de distribution de probabilité

FY (x) = P (Y ≤ x)

Pour tout 0 < τ < 1, on définit le quantile d’ordre τ de Y par

QY (τ) = inf{y : FY (y) ≥ τ} (2, 3)

Si Y est une variable aléatoire continue, le quantile d’ordre τ est dès

lors

QY (τ) = F−1(τ) et F (QY (τ)) = τ.
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– La fonction quantile empirique

La fonction quantile empirique est un estimateur de la fonction quan-

tile QY (τ) lorsque la fonction de distribution de probabilité FY de la

variable Y est inconnue. On Considère y1, y2, . . . , yn un échantillon de

n observations dont la distribution de probabilité est inconnue. Au

moins une fraction τ des observations devrait être inférieure ou égale

à Q̂Y (τ) et au moins une fraction de 1 − τ observations devrait être

supérieure ou égale à Q̂Y (τ) .On a alors la définition suivante :

Définition 2.3.3 Le quantile empirique d’ordre τ écrit comme suit :

1

n

n∑
i=1

I
(
yi ≤ Q̂Y (τ)

)
≥ τ et

1

n

n∑
i=1

I
(
yi ≥ Q̂Y (τ)

)
≥ 1− τ

où I(.)désigne la fonction indicatrice.À des fins d’estimation et pour

généraliser le contexte de la régression, il est préférable d’utiliser l’équi-

valent comme la solution d’un critère d’optimisation,[18] : où

Q̂Y (τ) = arg min
q

n∑
i=1

ρτ (Yi, q) |Yi − q|

est l’analogue empirique de (2.1) où ρτ définie dans (2,2) est appelée

aussi la fonction d’influence .

Nous pouvons aussi définie le quantile empirique par :

Définition 2.3.4 La fonction de distribution empirique, notée F̂Y , se

détermine par le quotient entre le nombre des observations inférieures

ou égales à une quantité spécifiée y et le nombre total des observa-

tions :

F̂Y (y) =

∑n
i=1 1{Yi≤y}
n

De manière analogue à l’équation (2,3), on peut en déduire la fonction

quantile empirique :

Q̂Y (τ) = F̂−1
Y (y) = inf

{
y :

∑n
i=1 1{Yi≤y}
n

≥ τ

}
, 0 < τ < 1.

– Quantile conditionnel [47]

Dans le cas d’un problème de régression on s’intéresse au quantile
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conditionnel .Considérons deux variables quantitatives continues : une

variable Y , appelée variable d’intérêt, et une variable X, appelée co-

variable, et τ ∈]0, 1[ . Le quantile conditionnel d’ordre τ de la variable

Y sachant que X = x est défini de la manière suivante :

QY (τ, x) = F−1
Y (τ/x) = inf{y : F (y/x) ≥ τ} (2.4)

Exemple 2.3.1 Considérons l’échantillon de ”Engel Data” (Koenker et

Basset, 1982) [10] de 235 observations avec comme variable dépendante la

dépense alimentaire annuelle du ménage en euros et comme covariable le

salaire annuel du ménage en euros.Sur le graphique (2.1) sont représentées

les droites de régressions relatives aux valeurs de τ = 0.05, 0.25, 0.75, 0.95

ainsi que celle correspondant à la médiane et la droite de régression li-

néaire obtenue par la méthode des moindres carrés. On peut constater que,

par exemple, pour revenu annule de de 20,25 % percent des dépenses ali-

mentaires seraient inférieures à 11.849 et 75% inférieures à 14.427. Par

contre, pour un revenu annuel de 80, 25% des dépenses alimentaires se-

raient inférieures à 40.295 et 75% percent inférieures à 53.078percent.

En d’autres termes, les personnes ayant un revenu de 20 ont 25 de chance

de dépenser 28.446 en moins et 75% percent de chances de dépenser 35.651

de moins que ceux ayant un revenu de 80 %.Ceci tend à confirmer que plus

le salaire est élévée, plus les dépenses le sont également et ce d’autant plus

qu’on s’intéresse aux quantiles conditionnels plus élevés.

2.3.2 Exemple de modèle

1. Régression quantile additive

Depuis l’introduction des modèles additifs, ils ont reçu une attention

considérable de Breiman et Friedman (1985) et Hastie et Tibshirani

(1986,1990)[2] .

Définition 2.3.5 [55] Soit L2 les normes au carré comme mesures

de la rugosité des fonctions ajustées. Sont remplacées par des normes

L1 correspondantes mesurant la variation totale,Nous considérerons
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Figure 2.1 – Représentation des doites de régression pour τ = (0.05, 0.25, 0.5, 0.75, 0.95)

et droite obtenue par la méthode des moindres carrés
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des modèles pour les quantiles conditionnels d’ordre τ ∈ (1, 0) et j =

1, . . . , J indexés par de la forme générale :

QYi|xi,zi (τ | xi, zi) = xiθ
′
1 +

J∑
j=1

gj (zij)

Les composantes non paramétriques gj seront supposés être des fonc-

tions continues, soit univariées., R → R, ou bivarié, R2 → R. Nous

désignerons le vecteur de ces fonctions comme étant g = (g1, . . . , gJ).

Notre tâche consiste à estimer ces fonctions ainsi que le paramètre

euclidien θ′ ∈ Rp1, en résolvant

min
(θ′1,g)

∑
ρτ

(
yi − x>i θ′1 −

∑
gj (zij)

)
+ λ1 ‖θ′1‖1 +

J∑
j=1

λj
∨

(∇gj)

avec ρτ(u) = u (τ − I(u < 0) est la fonction perte quantile habituelle,

‖θ′1‖1 =
∑K

k=1 |θ′0k| et
∨

(∇gj) désigne la variation totale de la dérivée

ou du gradient de la fonction g. exprimer la variation totale de g′ :

R → R Rappelons que pour g avec une dérivée absolument continue

g′ nous pouvons comme∨
(g′(z)) =

∫
|g′′(z)| dz

tandis que pour g : R2 → R avec un gradient absolument continu,∨
(∇g) =

∫ ∥∥∇2g(z)
∥∥ dz

où ∇2g(z) désigne le hessien de g, et ‖·‖désignera la norme habituelle

de Hilbert-Schmidt pour les matrices.

2. Foret de régression quantile[40] Le principe des forêts de régres-

sion quantile est la méthode des arbres de régression. Lorsque l’ex-

plication d’un quantile de la variable de réponse, les covariables ex-

plicatives confirment une structure arborescente. Cela signifie qu’une

covariable est utilisée pour former deux groupes, qui correspondent à
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deux branches. Dans chaque branche, une autre covariable est utili-

sée pour diviser à nouveau l’échantillon. La séquence d’enjambement

de l’arbre ne doit pas nécessairement être la même dans chacune des

branches. Une forêt est simplement une collection d’arbres, où chaque

arbre a été obtenu avec un sous-échantillon bootstrapped , obtenu avec

un sous-échantillon bootstrap de l’échantillon de formation original.

Plusieurs décisions doivent être prises en compte lors de la génération

d’arbres. L’une d’entre elles est la taille du sous-échantillon qui corres-

pond à chaque arbre ; cette taille est généralement constante et égale

à la taille de l’échantillon d’entrâınement initial, où le bootstrap est

mis en ouvre avec remplacement. Lorsqu’un d’arbre comporte moins

d’un petit nombre d’observations, par exemple dix, le n’ud est éliminé

ou n’est plus portion-né. La distribution conditionnelle de la variable

réponse est estimée par la distribution pondérée.

Supposons que nous étudions Y étant donné X = x sur la base de

l’arbre . Supposons que la feuille qui contient x est le poids ξ(x, ω) de

l’observation pour cette feuille est soit 0 si elle n’est pas contenue dans

la feuille ou 1 divisé par le nombre d’observations dans cette feuille.

Soit, les T arbres des forêts aléatoires sont 1, . . . , T et ξ(x) est la

moyenne de ξ(x, ω) sur tous les arbres. Alors, le quantile conditionnel

est l’estimation empirique pondérée.[48] Les forêts de régression quan-

tile sont faciles à mettre en ouvre via les paquets R existants, mais

elles sont beaucoup moins interprétables que les forêts classiques. mais

elles sont beaucoup moins interprétables que les régressions quantiles

classiques. C’est la raison pour laquelle sont utilisées principalement

à des fins prédictive.

3. Régression quantile pondérée

Lorsque les densités conditionnelles de la réponse sont hétérogènes, il

est naturel de se demander si la régression par quantile pondéré peut

améliorer l’efficacité. naturel de se demander si la régression quantile

pondérée peut conduire à des améliorations de l’efficacité. Plutôt que

de pondérer par les réciproques des écarts types des observations, les
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pondérations de la régression quantile devraient être proportionnelles

à la densité locale évaluée au quantile d’intérêt. Les asymptotiques

de la régression quantile pondérée [52]peuvent sembler quelque peu

chimériques jusqu’à ce que des méthodes raisonnables d’estimation

des pondérations souhaitées soient spécifiées. L’analyse de tels sché-

mas d’estimation nécessite certaines hypothèses sur la variabilité de

la densité conditionnelle. On considère l’estimateur suivant :

β̌0(τ) = argminb∈Rp

n∑
i=1

fi (ξi) ρτ (yi − x′ib)

et √
n(β̃(τ)− β(τ)) ∼ N

(
0, τ(1− τ)D−1

2 (τ)
)

fourni parD2(τ) = limn→∞ n
−1
∑
f 2
i (ξi)xix

′
i est définie positive.

Définition 2.3.6 La manière informelle ce qui est nécessaire pour

estimer les poids wi = fi(ξi) avec une précision suffisante pour que

l’estimateur résultant soit efficace.On Considère l’estimateur

β̂ŵ(τ) = arg min
n∑
i=1

ŵiρτ
(
yi − x>i b

)
avec des estimations {ŵi} en remplaçant les poids optimaux {wi} . Il

n’est généralement pas difficile de montrer qu’une représentation de

Bahadur est toujours valable pour une valeur τ fixe [5] :

n1/2
(
β̂ŵ − β

)
= n−1/2

n∑
i=1

v̂iRi + op(1)

où Ri = xi (τ − I (Ui ≤ 0)). Il s’agit essentiellement de montrer que la

représentation pour des poids fixes est en fait uniforme dans les poids ;

pour rendre cela rigoureux, il faudrait évidemment imposer certaines

restrictions sur les poids.

Considérons l’estimation des poids comme une fonction lisse des rési-

dus de a
√
n estimateur préliminaire cohérent de β(τ). Puisque l’esti-

mation préliminaire donne
√
n cohérente des quantiles de la popula-

tion, les résidus sont
√
n des estimations cohérentes des erreurs. Cela
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suggère une expansion pour les poids de la forme

v̂i = wi +m−1
n

n∑
j 6=i

Wi (uj) + op
(
m−1
n

)
ou vi est une fonction bornée et où la contribution de l’erreur Wi (ui)

to v̂i est absorbé dans le terme d’erreur. Lorsque σ(x) est linéaire x,

on peut s’attendre à obtenir des taux de convergence paramétriques

tels que mn = n. dans le cas non paramétriques, nous pouvons nous

attendre à pouvoir prendre. Maintenant, considérons l’estimation des

poids comme une fonction lisse des résidus de mn = n4/5 pour les

estimateurs à noyau et spline, Dans les deux cas, nous avons

1

mn
= o

(
n−1/2

)
et

n

m2
n

= o
(
n−1/2

)

n−1/2
n∑
i=1

v̂iRi = n−1/2
n∑
i=1

viRi + n−1/2
n∑
i=1

SiRi + oP (1)

Avec

Si = m−1
n

n∑
j 6=i

vi (uj) .

et le variance :

Q ≡ Var

(
n−1/2

n∑
i=1

SiRi

)
= n−1

n∑
i=1

n∑
j=1

ESiSjRiRj

notons que Si = Tij + vi (uj) /mn, est définie comme

Tij = m−1
n

∑
k/∈(i,j}

Wi (uk)

2.4 Le modèle de régression quantile standard

Pour présenter le modèle de régression quantile standard, nous allons

transférer la régression de la moyenne à la régression des quantiles. Rappe-

lons que le modèle de régression linéaire standard prend la forme suivante :

33



Chap. II. Les modèles de régression

Y = Xβ + ε

et en plus d’autres propriétés pour le terme d’erreur nous supposons que

E[ε] = 0. Ceci implique que les coefficients de régression ont un impact sur

l’espérance de la réponse puisque

E[Y ] = Xβ + E[ε] = Xβ

l’hypothèse sur l’espérance du terme d’erreur implique une interpréta-

tion spécifique des coefficients de régression [18]. Pour la régression quan-

tile, nous supposons également que le modèle s’écrit sous la forme

Y = Xβτ + ετ (2, 5)

où le terme d’erreur et les coefficients dépendent du quantile d’ordre τ

de la variable d’interêt Y . On suppose que le quantile d’ordre τ de l’erreur

est nul c’est à dire Fετ (0) = τ .Alors

τ = Fετ (0) = P (ετ ≤ 0) = P (X ′iβτ + ετ ≤ X ′iβτ) = P (Y ≤ X ′Iβτ) = Fy (X ′iβτ)

donc le τ -quantile de la réponse Y est donné par le prédicteur X ′iβz.

2.4.1 Estimation des paramètres du modèle

L’estimation des paramètres de ce modèle peut être effectuée en utilisant

la fonction de perte absolue pondérée asymétriquement.

L’équation d’estimation est donnée par :

Q̂Y (τ) = arg min
β

n∑
i=1

ρτ (yi, ηiτ) |yi − ηiτ | (2, 6)

avec ηiτ = X ′iβτ et

ρτ (yi, ηiz) =


1− τ yi < ηiτ
0 yi = ηiτ
τ yi > ηiτ
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Elle est obtenue en utilisant la formule (2,4) à partir du critère d’erreurab-

solu à pondération asymétrique. Au lieu de supposer que l’erreur moyenne

dans le modèle de régression est nulle, nous supposons que la ”moyenne”

pondérée des erreurs est égale à 0. La caractéristique la plus importante

de la régression quantile à noter ici est généralement l’utilisation de la dis-

tribution des erreurs,sans oublier l’indépendance des termes d’erreur avec

les observations. Pour minimiser le critère d’erreur absolue à pondération

asymétrique nous pouvons procéder comme dans le cas d’une régression

moyenne, c’est-à-dire en prenant des dérivées partielles par rapport aux

coefficients de régression et en mettant les dérivées à zéro.

Malheureusement, cela n’est plus possible puisque (2, 6) n’est pas diffé-

rentiable à l’origine. Nous élargissons donc le problème d’estimation en

introduisant 2n variables auxiliaires.

uiτ = (yi −X ′iβτ)+ et viτ = (X ′iβτ − yi)+

où (x)+ = min(x, 0) et par conséquent εiτ = uiτ − viτ . Le problème de

minimisation (2.6) peut alors être réécrit comme suit

n∑
i=1

ρτ (yi, ηiτ) |yi − ηiτ | =
n∑
i=1

τuiτ +
n∑
i=1

(1− τ)viτ = τ1′uτ + (1− τ)1′vτ ,

avec

yi = ηiτ + εiτ = X ′iβτ + uiτ − viτ , i = 1, , n

ou en notation matricielle

Y = Xβτ + uτ + vτ

avec uτ = (u1τ , . . . , unτ)
′ , vτ = (v1τ , . . . , vnτ)

′ et 1 = (1, . . . , 1)′. En résumé,

le problème d’optimisation après avoir introduit les variables auxiliaires est

maintenant donné par

min
βτ ,uτ ,vτ

{τ1′uτ + [(1− τ)1′vτ | Xβτ + uτ − vτ = y}
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Il s’agit d’un problème de minimisation avec des contraintes polyédriques,

c’est-à-dire que la contrainte définit un objet géométrique avec des faces

plates et des bords droits, ce qui signifie que nous pouvons contraindre

un problème qui correspond à la restriction quantile originale, mais écrit

en termes de variables auxiliaires. Le problème de la minimisation est

maintenant linéaire dans les paramètres et peut donc être abordé avec

des techniques de programmation linéaire qui permettent d’incorporer les

contraintes polyédriques. Se reporter à Lange (2000) pour une brève intro-

duction à la programmation programmation linéaire en mettant l’accent

sur les applications liées aux statistiques et à Lange (2004) pour une étude

détaillée. Une autre approche pour minimiser l’écarte absolu pondéré, asy-

métrique est l’utilisation de l’approche boosting [39], proposé par Fenske

et al (2011) [19], dont le principe est de substitue les résidus en utilisant la

fonction de perte

ρ(y, η) = ρτ(y, η)|y − η|

Remarque 2.4.1 Nous pouvons écrire [57]

ρτ(u) = τu1[0,+∞)(u)−(1−τ)u1(−∞,0)(u) = (τ−1{u < 0})u =
|u|+ (2τ − 1)u

2
Elle est également Lipschitz continue de constante de Lipschitz

|Lτ | = max{τ, 1− τ}.

De plus,

min{τ, 1− τ}|u| ≤ ρτ(u) ≤ |Lτ‖u| .
pour tout u ∈]−∞,+∞[ .

Le cas de y = η se produit avec une probabilité nulle .

2.4.2 Propriétés des estimateurs

L’une des propriétés les plus importantes pour l’estimation de la ré-

gression quantile, héritée des quantiles estimés (déterminés à partir d’un

échantillon i.i.d.), est son invariance sous les transformations monotones.
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Figure 2.2 – Fonction de perte ρτ (u)

– Les Propriétés asymptotiques La méthode RQ offre une dé-

marche plus riche pour estimer les paramètres des modèles en utilisant

l’ensemble des quantiles conditionnels. Celle-ci consiste à estimer les

coefficients de régression en minimisant la somme pondérée des va-

leurs des termes d’erreurs positifs ou négatifs [28], respectivement par

le τ d’intérêt et son complémentaire (1 − τ). Ainsi, le coefficient de

régression est alors en fonction de τ .

Soit βτ = β(τ), le vecteur des coefficients de régression à estimer et

β̂(τ) un vecteur d’estimation de β(τ)tel que :

β(τ) = (β0(τ), β1(τ), . . . , βp(τ))

et

β̂(τ) =
(
β̂0(τ), β̂1(τ), . . . , β̂p(τ)

)
Les paramètres à estimer correspondent à la meilleure estimation β̂(τ)

du vecteur β(τ), déterminée en minimisant la somme pondérée des

valeurs positives et négatives des différences entre la valeur observée

yi de Yi et la valeur prédite β̂0(τ)+β̂1(τ)x1i+· · ·+β̂p(τ)xpi de yi, notée

ŷi avec (i = 1, . . . , n), respectivement par le quantile d’ordre τ de la

variable d’intérêt et son complémentaire (1− τ). La somme pondérée

est donnée par :
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∑
yi≥xiβ̂(τ)

τ
∣∣∣yi − x′iβ̂(τ)

∣∣∣+
∑

yi<x′iβ̂(τ)

(1− τ)
∣∣∣yi − x′iβ̂(τ)

∣∣∣
avec x′i = (1, x1i, x2i, · · · , xpi)′ , i = 1, · · · , n en posant

ρτ (εi) = εi [τ − I {εi < 0}]

avec ρτ (εi) la fonction de pondération dépendant des termes d’erreurs

pour 0 < τ < 1, la somme pondérée devient :

n∑
i=1

ρτ (εi) =
n∑
i=1

εi [τ − I {εi < 0}]

La meilleure estimation de β̂(τ) de β(τ) est donnée par

β̂(τ) = argmin
β(τ)∈Rp+1

V (β(τ); τ)

où

V (β(τ); τ) =
n∑
i=1

ρτ (yi − x′iβ(τ))

est la fonction objective V (β(τ); τ) du modèle avec p+ 1 paramètres

à estimer.

Dans le cas de la régression quantile standard Y = X ′βτ + ετ , la

propriété asymptotique de l’estimateur et l’estimation de la précision

sont dans le théorème suivant :

Théorème 2.4.1 [34] Supposons que ετ = Y −Xβτ admette, condi-

tionnellement en X, une densité en 0 fετ/X(0/X) et que Jτ = E
[
fετ/X(0/X) ·XX ′

]
soit inversible. Alors :

√
n
(
β̂τ − βτ

)
d→ N

(
0, τ(1− τ)J−1

τ E [XX ′] J−1
τ

)
Pour plus de détailles consulter les référence [17] et [13].

– L’intervalle de confiance et le p-value

A partir de la méthode directe proposé par selon Pourele (1991), l’in-

tervalle de confiance est donnée par :
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ICα =

[
β̂τ − z1−α2

√
V̂as; β̂τ + z1−α2

√
V̂as

]
et

V̂as =
τ(1− τ)

fε (qτ(ε))
2

[
1

n

n∑
i=1

XiX
′
i

]−1

où z1−α/2 est le quantile d’ordre 1− α/2 d’une loi N (0, 1).

– Coefficient de corrélation

Par définition, le coefficient de corrélation mesure la qualité du modèle

avec la régression quantile, pour le quantile spécifié en termes de somme

pondérée des valeurs absolues des résidus. La notation utilisée pour décrire

Le pseudo R2 dans la régression quantile est R2. La condition est la même

pour la MCO
(
0 < R2 < 1

)
,R2 est donc en mesure d’explorer plus d’infor-

mations à différents niveaux de la distribution conditionnelle de la variable

d’intérêt, mais R1 mesure une qualité locale pour chaque quantile ce qui

n’est pas le cas pour la régression linéaire simple car dans la méthode de

moindre carré ordinaire,R2 mesure une qualité globale sur l’ensemble de la

distribution conditionnelle.

Koenker et Machado(1999)[36] ont proposé une alternative pour calculer

R1. Pour la MCO, R2 est la somme des carrés des résidus alors qu’en ré-

gression quantile, elle est remplacée par la fonction objective du modèle

non-contraint, avec p variables indépendantes, notée Ṽ (τ), et la somme

des carrés totaux par la fonction objective du modèle contrait, avec uni-

quement la constante, notée V̂ (τ). Cela peut se traduire par les hypothèses

ci-dessous, sur les coefficients excepté la constante β0(τ) :

H0 : β1(τ) = · · · = βp(τ) = 0.

contre

H1 : Au moins un des βj(τ) 6= 0.

Le rapport de la différence entre les fonctions objectives R1 issues de

chacune des hypothèses H0 et H1”
la fonction objective sous l’hypothèse

H0 :

R1 =
Ṽ (τ)− V̂ (τ)

Ṽ (τ)
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2.4.3 Tests sur les quantiles

Le principe de test de la régression quantile est le même que celui de

la régression linéaire standard, mais la différence réside dans le calcul des

statistiques de test. En général, il existe deux types de tests dans la ré-

gression quantile : le test d’égalité des quantiles et les tests de régression

quantile (test de qualité de la prédiction et test de stabilité des paramètres).

– Test d’égalité des quantiles

Li et al (2012) décrit un test d’égalité des quantiles.La méthode est

identique au test ANOVA dans la régression linéaire simple .Mais

d’autre part au lieu de comparer les moyennes de k ≥ 2 populations

indépendantes et de distribution normale N
(
µi, σ

2
i

)
, i = 1, . . . , k, il

compare les quantiles de ces k populations, en trouve les hypothèses

suivants :
H0 : τl1 = · · · = τlk

H1 : τli 6= τlj, i 6= j, i, j ∈ {1, . . . , k}
On a la fonction :τli = µi + σizl est le l -ème quantile de la i-ème

population et zl le l -ème quantile de la distribution normale standard.

On rencontre souvent la résolution matricielle suivante pour ce type

de test, Sous les hypothèses suivants :

H0 : Hθ = 0,

H1 : Hθ 6= 0,

la statistique du test T est donnée par :

T = ñ(Hθ̂ −Hθ)′ (HAH ′)−1
(Hθ̂ −Hθ) ∼ χ2

k−1

avec ñ est la plus grande taille d’échantillons tirés parmi les k popu-

lations
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H(k−1)×k =


1 0 · · · 0 −1

0 1 . . . ...
...

... . . . . . . 0
...

0 · · · 0 1 −1

 , θ =


θ1
...
...

θk

 , θi = τli, i = 1, . . . , k

A = diag

(
σ2

1

λ1

(
1 +

z2
l

2

)
, . . . ,

σ2
k

λk

(
1 +

z2
l

2

))
λi = lim

n→+∞

(ni
ñ

)
, 0 < λi ≤ 1, i = 1, · · · , k

où ni est la taille de l’échantillon i et χ2
k−1 la loi de Chi-deux à (k−1)

degré de liberté. Concernant la règle de décision, le p− value est obtenu

par :

p− value = P (T ≥ tvfd)

= 1− Fχ2
k−1

(tvfd)

avec tvfd la valeur calculée de T et Fχ2
k−1

(.) la fonction de distribution

cumulative de la distribution de Khi-deux à k − 1 degré de liberté.

Si p − value est inférieur au niveau de signification α, on rejette

l’hypothèse H0.

– Tests en régression quantile

Les tests présentés dans cette section ont été développés par Furno

(2011). Ils se concentrent globalement sur l’hypothèse d’invariance des

coefficients de régression telle que décrite par Johnston et Di Nardo

(1997)[30], en comparant un modèle de régression avec contraintes à

un ou plusieurs autres modèles de régression sans contraintes. Chow

(1960)[7] utilise la même démarche lorsqu’il analyse des données tem-

porelles. Nous présentons ci-dessous ces tests.

1. Test de qualité de prédiction

Soit k′ la taille de l’échantillon d’étude. L’évaluation de la qua-

lité de prédiction d’un modèle construit est déterminante lors-
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Chap. II. Les modèles de régression

qu’on veut prédire une réponse correspondant aux variables in-

dépendantes en présence dans le modèle. le test de qualité de

prédiction consiste à estimer les paramètres sous les k′1, k
′
1 ≈ n

2 ,

premières observations de l’échantillon d’étude puis d’utiliser le

modèle construit pour prédire les valeurs de la variable dépen-

dante des données restantes.

Ce test permet d’évaluer la stabilité des paramètres à estimer

sans tenir compte la taille de l’échantillon. Cette démarche per-

met de comparer la constance des coefficients estimés sous les

deux hypothèses :

2. Test de stabilité des paramètres

L’objectif du test de stabilité des paramètres ou du test de chan-

gement structurel est d’observer statistiquement des changements

de comportement dans l’échantillon étudié. Pour ce faire, il faut

caractériser au mieux ce qui permet de définir les sous-échantillons

à comparer (en utilisant une information externe ou une variable

indépendante disponible dans les données, comme variable de

segmentation) et détecter la nature du changement intervenu

(modification ou non des coefficients relatifs aux variables in-

dépendantes). Après avoir déterminé les sous-échantillons ou le

groupe, nous recherchons un changement dans les coefficients des

variables indépendantes. En considérant intra-groupe B de ni
observations (ni > p + 1) le test de stabilité repose sur la com-

paraison des modèles de régression contrainte et non-contrainte

pour déterminer si, sur ces groupes étudiés, les coefficients sont

identiques.voire [16] le modèle de régression contraint

Qyi (τ | xi) = β0(τ) + β1(τ)x1i + · · ·+ βp(τ)xpi, i = 1, . . . , n

le modèle de régression non-contraint
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Chap. II. Les modèles de régression

Qyi (τ | xi) = β1
0(τ) + β1

1(τ)x1i + · · ·+ β1
p(τ)xpi, i = 1, . . . , n1

...

Qyi (τ | xi) = βB0 (τ) + βB1 (τ)x1i + · · ·+ βBp (τ)xpi, i = 1, . . . , nB

sous les tests d’hypothèses en peut informe sur la nécessité ou non de

distinguer les modèles de régression à (p + 1) paramètres dans les B

groupes, elles présentent comme suit :

H0 :

 β0(θ)
...

βp(θ)

 =

 β1
0(θ)
...

β1
p(θ)

 =

 βB0 (θ)
...

βBp (θ)


contre

H1 : Au moins un des coefficients diffère des autres.

La statistique de test T́1 est donnée par :

T́1 =

[
Ṽ (θ)−

∑K
i=1 V̂i(θ)

]
/∆ (ddlH0

, ddlH1
)∑K

i=1 V̂i(θ)
]
/ddlH1

∼ F ((k−1)(p+1), n−k(p+1))

avec

∆ (ddlH0
, ddlH1

) = n− (p+ 1)−
k∑
i=1

(ni − (p+ 1))

=
k−1∑
i=1

(p+ 1)

= (k − 1)(p+ 1)

ddlH1
=

k∑
i=1

[(ni − (p+ 1))]

= n− k(p+ 1)
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– Principe d’application du test

a Estimer les paramètres du modèle en utilisant la méthode RQ pour :

a-1 l’échantillon complet ( k′ observations) ;

a-2 le sous-échantillon de k′1 premières observations ;

b Évaluer la fonction objective pour chacun des deux modèles contraint

et non-contraint ;

c Calculer la statistique de test T1 ;

d Règle de décision en Rejeter l’hypothèse nulle au seuil α si la valeur

calculée de T1 > F1−α (k′2, k
′
1 − (p+ 1)).

2.4.4 Cas particuliers

– Le modèle de translation simple

Dans translation simple [13] en suppose que les variables explicatives

n’ont d’impact que sur la moyenne de la variable d’intérêt (et pas sur

sa variance par exemple). Il s’agit du modèle de translation linéaire :

Y = X̆ζ + ε (2, 7)

où ε est indépendant de X et de moyenne nulle. Sous cette hypothèse,

les résidus sont en particulier homoscédastiques (i.e., V (ε | X) = σ2
)
.

Dans ce modèle, les distributions conditionnelles FY |X=x sont parfaite-

ment parallèles lorsque x varie : les différents quantiles conditionnels

dépendent donc linéairement de X, qτ(Y | X) = X̆ζ + qτ(ε). On est

donc bien dans le cadre de l’hypothèse 1.1, mais ici seul le coefficient

correspondant à la constante varie en fonction de τ : β′1,τ =1 +qτ(ε),

tandis que β′k,τ = ζk pour k > 1 .Dans le cas simple d’une régression

univariée où l’on s’intéresse à une seule variable explicative X2 en plus

de la constante. Dans ce cas, les lignes correspondant aux régressions

quantiles sont des lignes parallèles : elles ont toutes une pente β′2 cor-

respondant à la variable X2, on parle donc d’une homogénéité des

pentes.

les coefficients
(
β′k,τ
)
k=2,...,p

dont nous disposons déjà ci-dessus corres-

pondant à la modélisation de la moyenne conditionnelle E(Y | X) =
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Chap. II. Les modèles de régression

Figure 2.3 – Exemple de données distribuées selon un modèle de translation

X̆γ pour tout τ . Les résultats obtenus par les régressions (quantile

ou linéaire) estiment les mêmes paramètres, par des méthodes diffé-

rentes. l’utilisation des estimateurs des moindres carrés ordinaires est

parfois moins intéressante ; pour cela nous utilisons des estimateurs

de régression quantile. Ils sont plus robustes à la présence de valeurs

aberrantes, par exemple, et peuvent être plus précis pour certaines

distributions de ε .

Enfin, comme on ignore généralement que le vrai modèle est un mo-

dèle de traduction, on peut les utiliser pour tester cette restriction, ce

qui implique que les estimateurs des régressions quantiles effectuées

pour différents doivent être très proches.L’utilisation des estimateurs

des moindres carrés ordinaires est parfois moins intéressante ; pour

cela nous utilisons les estimateurs des régressions quantiles.

– Le modèle de translation-échelle
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Le modèle de translation-échelle est plus général que le modèle de

translation, les variable d’intérêt déterminants ont non seulement un

impact sur la moyenne mais aussi sur la variance de la variable d’in-

térêt. Ces modèles, appelés translation-échelle , correspondent à une

certaine forme d’hétéroscédasticité :

Y = X + (Xθ) ε (2, 8)

avec encore une fois ε indépendant de X, de moyenne nulle et X̆θ > 0.

Dans ce modèle, la dispersion de la variable dépendante conditionnelle

à X est plus importante pour certaines valeurs de X. . Le modèle

de translation-échelle correspondant à l’équation (1.4) implique que

Qτ(Y | X) = X̆ (ζ +Qτ(ε)θ) . Ainsi, l’hypothèse (a) est bien vérifiée,

avec β′τ = ζ + Qτ(ε)θ pour chaque différents quantiles L’impact des

variables explicatives ne sera pas le même por les quantile .

La figure 2 nous donne le modèle illustré de l’échelle de translation.

Ici les pentes β′2,τ dans le cas univarié correspondant aux différentes

régressions quantiles sont croissantes avec τ . (c’est-à-dire γ > 0), ce

qui traduit une dispersion d’autant plus grande que X2 est élevé.

– Un cadre général : le modèle à coefficients aléatoires

Le modèle à coefficients aléatoires généralise ces modèles. Il s’écrit :

Y = X ′β′v, v indépendant de X et de loi uniforme sur [0, 1]

où la fonction v 7→ x′β′v est strictement croissante pour tout x. car

Ce modèle vérifie bien l’hypothèse (2.5) ,comme v et X et croissance

de v 7→ x̆β′v

P (Y ≤ x′β′τ | X = x) = P (Xβ′v ≤ βτ) = P (v ≤ τ) = τ

Dans ce modèle, v peut s’interpréter comme une composante indivi-

duelle inobservée qui positionne l’individu dans la distribution de Y .

Ce modèle à coefficients aléatoires depend des hypothèses très flexibles
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Figure 2.4 – Exemple de données distribuées selon un modèle de translation échelle

sur la dépendance en v, qui peut être non linéaire. Il généralise les

deux exemples précédents. Le modèle de translation linéaire corres-

pond à un cas où le coefficient correspondant à la variable explicative

k > 1, β′k,U , est indépendant de v. Dans le modèle de translation-

échelle, on a β′v = γ + qv(ε)θ

– Interprétation des régressions quantiles

La façon dont les distributions conditionnelles d’ordre τ de Y en fonc-

tion des variables explicatives soulève plusieurs questions. La première

consiste simplement à décrire comment les quantiles conditionnels évo-

luent en fonction de ces déterminants, sans chercher à savoir s’ils sont

(comparables) aux différents quantiles conditionnels.

Remarque 2.4.2 Soit le quantile conditionnel d ?ordre τ de Y Y

était considéré comme une fonction linéaire de x ou en peut dire que

QY (τ | X) = x′β(τ) , Dès lors

P (Y < Qy(τ | X) | X = x) = τ

et donc le quantile d’ordre τ de la distribution des résidus doit être
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nul. On constate donc que la droite de régression cherchée, x′ ˆβ(τ)

Les régressions quantiles sont des outils développés pour répondre

à cette question. Si l’hypothèse simple mais restrictive d’invariance

de rang est faite, elles peuvent être utilisées pour répondre à une

deuxième question, un peu plus précise, qui est de déterminer quelle

est la variation de la variable d’intérêt correspondant à une variation

marginale d’un de ces déterminants,

pour les personnes qui se trouvent à un certain niveau de la distri-

bution conditionnelle de la variable d’intérêt Y . En général, les ré-

gressions quantiles ne fournissent pas d’éléments pour répondre à une

question encore différente, qui est d’estimer la distribution des effets

de ce déterminant X sur la variable d’intérêt Y .

Enfin, l’un des intérêts de la régression quantile étant de ne pas sup-

poser a priori que les variables explicatives ont un effet homogène sur

l’ensemble de la distribution de la variable d’intérêt,il est tout à fait

possible de tester cette hypothèse à partir des estimations obtenues.
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Chapitre 3

Régression quantile bayésienne

3.1 Introduction

Ce chapitre présente l’idée de la régression quantile bayésienne en uti-

lisant une fonction de vraisemblance basée sur la distribution de La-

place asymétrique . Il est démontré que, quelle que soit la distribution

originale des données, l’utilisation de la distribution de Laplace asy-

métrique est un moyen très naturel et efficace de modéliser la régres-

sion quantile bayésienne. Les a aprioris sont uniformes et impropres

pour les paramètres inconnus βτ du modèle produisent un postérieur

conjoint correct[57].

3.2 Le modèle de régression quantile bayésienne

La régression quantile bayésienne [18] a été développée en utilisant

l’équivalence entre le mode postérieur et l’estimation du maximum

de vraisemblance sous des aprioris non informatifs. Nous supposons le

modèle de régression quantile Qτ(Y | X) = Xβτ . Comme le montrent

Yu et Moyeed (2001)[57], βτ peut être obtenu comme estimateur du

maximum de vraisemblance pour βτ dans le cadre du modèle entière-

ment paramétrique

yi = x′iβτ + εiτ , i = 1 . . . . . . , n

avec εiτ sont des v.a i.i.d provenant de la distribution de Laplace

asymétrique ALD (voire l’annexe pour la définition et les propriétés
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Chap III Régression quantile bayésienne

de cette distribution) tel que εiτ | σ2 ∼ ALD
(
0, σ2, τ

)
de densité

donnée par :

P
(
εiτ | σ2

)
=
τ(1− τ)

σ2
exp

(
−ρτ (εiτ , 0)

|εiτ |
σ2

)
(3, 1)

Dans ce cas les observation yi , i = 1, n sont conditionnellement in-

dépendants et suivant une distribution ALD, tel que yi | βτ , σ2 ∼
ALD

(
x′iβτ , σ

2, τ
)

de densité donnée par

P
(
yi | βτ , σ2

)
=
τ(1− τ)

σ2
exp

(
−ρτ (yi,x

′
iβτ)

|yi − x′iβτ |
σ2

)
(3, 2)

En prennent pour la loi a priori uniforme non informative (βτ) ∝ cste,

alors la loi a posteriori de βτ et donnée par

P
(
βτ | y, σ2

)
∝

n∏
i=1

P
(
yi | βτ , σ2

)
∝ exp

(
−

n∑
i=1

ρτ (yi,x
′
iβτ)

|yi − x′iβτ |
σ2

)
(3, 3)

(3,3) est équivalent à la minimisation du critère d’optimisation (2.6).

Si la distribution de Laplace asymétrique permet d’exprimer com-

modément la régression quantile dans un cadre bayésien. Yue et Rue

(2011) [59] suggèrent d’utiliser des conditionnelles complets pour l’échan-

tillonneur de Gibbs. Ils suggèrent d’utiliser les v.a.iid zi | σ2 ∼ exp
(
1/σ2

)
.

Dans ce cas les réponses conditionnelles sont telles que

yi | zi, βτ , σ2 ∼ N
(
x′iβr + ξzi, σ

2/wi
)

avec

ξ =
1− 2τ

τ(1− τ)
, wi =

1

δ2zi
, δ2 =

2

τ(1− τ)

Alors la distribution marginale de yi | βτ , σ2 obtenue par intégration

sur les zi suite une distribution de Laplace asymétrique, c’est-à-dire,

yi | βτ , σ2 ∼ ALD
(
x′iβτ , σ

2, τ
)
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L’inférence bayésienne peut maintenant être mise en ouvre efficace-

ment après l’imputation des variables d’échelle zi comme des incon-

nues supplémentaires, de façon similaire à l’approche décrite pour les

modèles de régression binaire. Le modèle résultant est un modèle de

régression conditionnellement gaussien avec des décalages ξzi et les

poids wi.

Les conditionnelles complètes pour l’échantillonneur de Gibbs sont

données par :

a (βτ | ·) ∼ N (µβτ ,Σβτ ) (3,4)

Σβτ = σ2 (X ′WX)
−1
, µβτ = (X ′WX)

−1
X ′W (y − ξz)

où W = diag (w1, . . . , wn) et z = (z1, . . . , zn)
′

b Conditionnelle complète pour la variance de l’erreur :

(σ2 | .) ∼ IG

(
a+

3n

2
, b+

1

2

n∑
i=1

wi (yi − x′iβr − ξzi)2
+

n∑
i=1

zi

)
(3, 5)

a>0(paramètre de forme ) et b>0 (paramètre d’échelle )

c Conditionnelle complète pour les paramètres de l’échelle :

(z−1
i | .) ∼ InvGauss

(√
ξ2 + 2δ2

(yi − x′iβτ)
2 ,
ξ2 + 2δ2

σ2δ2

)
(3, 6)

En effet

a) Le résultat est obtenu en utilisant le fait que
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P (βr | ·) ∝ P
(
y | z, βτ , σ2

)
∝ exp

{
− 1

2σ2
(Xβτ + ξz − y)′ (Xβτ + ξz − y)

}
∝ exp

{
−1

2
β′τ

1

σ2
X ′WXβτ +

1

σ2
β′τX

′W (y − ξz)

}
∝ exp

{
−1

2
β′τΣ

−1
β βτ + β′τΣ

−1
βt

(X ′WX)
−1
X ′W (y − ξz)

}
∝ exp

{
−1

2
β′τΣ

−1
β βτ + β′τΣβ

−1
τ µβt

}
avec βτ préservant la condition ci-dessus.

C’est une distribution normale multivariée avec une moyenne µβτ
et la matrice de covariance Σβτ .

b) Le résultat est obtenu en utilisant la loi a priori de σ2 La condi-

tionnelle complète pour σ2,σ2 ∼ GI(a, b) de densité donnée par :

P (σ2) ∝ (
1

σ2
)a−1 exp(− b

σ2
)a−1

Dans ce cas
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P
(
σ2 | ·

)
∝P

(
y | z, βt, σ2

)
p
(
z | σ2

)
p
(
σ2
)

∝
(

1

σ2

)n
2

exp

{
− 1

σ2

1

2
(Xβr + ξz − y)′W (Xβr + ξz − y)

}
n∏
i=1

1

σ2
exp

(
− 1

σ2
zi

)
(

1

σ2

)a−1

exp

(
− 1

σ2
b

)
∝
(

1

σ2

)n+n
2 +a−1

exp

{
− 1

σ2

(
b+

1

2
(Xβτ + ξz − y)′

× exp W (Xβτ + ξz − y)

× exp

{
n∑
i=1

zi

}

a′ = a+
3n

2
and b′ = b+

1

2
(Xβτ + ξz − y)′W (Xβτ + ξz − y)

Alors (σ2 | .) ∼ IG(a′, b′)

c) Le résultat est obtenu en utilisant le fait que :
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P (zi | ·) ∝ P
(
yi | zi,βτ , σ2

)
p
(
zi | σ2

)
∝ 1
√
zi

exp

{
−1

2

(yi − x′iβτ − ξzi)
2

δ2ziσ2

}
exp

(
− 1

σ2
zi

)

∝ 1
√
zi

exp

{
−1

2

(yi − x′iβτ)
2 − 2 (yi − x′iβt) ξzi + z2

i

(
ξ2 + 2δ2

)
δ2ziσ2

}

∝ 1
√
zi

exp

−(yi − x′iβτ)
2

2σ2δ2
·

1− 2ξzzi
y−xiβτ + z2

i
ξ2+2δ2

(yi−x′iβt)
2

zi


∝ 1
√
zi

exp

−(yi − x′iβτ)
2

2σ2δ2
·

(
z−1
i

)2 − 2ξ
(yi−x′iβz

z−1
i + µ2

i

z−1
i


∝ 1
√
zi

exp

−(yi − x′iβτ)
2 (ξ2 + 2δ2

)
2σ2δ2 (ξ2 + 2δ2)

·

(
z−1
i

)2 − 2ξ
(yi−x′iβi)

z−1
i + µ2

i

z−1
i


=

1
√
zi

exp

{
− λ

2µ2
i

zi ·
(

1

z2
i

− 2ξ

(yi − x′iβτ)
1

zi
+ µ2

i

)}
∝ 1
√
zi

exp

{
− λ

2µ2
i

zi ·
(

1

z2
i

− 2µi
1

zi
+ µ2

i

)}
∝ 1
√
zi

exp

{
− λ

2µ2
i

zi ·
(

1

zi
− µi

)2
}

avec

µi =

(
ξ2 + 2δ2

(yi − x′iβτ)
2

)1/2

and λ =
ξ2 + 2δ2

σ2δ2

Alors (zi | .) ∼ InvGauss(µi, λ)

La distribution de 1/zi est gaussienne inverse avec un paramètre de

localisation µi et le paramètre d’échelle λ. La mise à jour de zi est

alors obtenue par inversé les résultats. Pour dériver la distribution

g (zi) = 1/zi, g
−1 (zi) = zi et g′ (zi) = −1/z2

i .
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3.3 APPLICATION :

3.3.1 Présentation des données

L’échntillon (stackloss) est composé de 21 donnée qui sont fait 21

jours consécutifs durant lesquels fut observé la transformation par

une plante de l’ammoniaque en acide nitrique, l’acide ainsi produit

étant ensuite absorbé dans un tube [57]. Les variables étudiées sont

les suivantes :

1. le flux d’air vers la plante, x1,

2. la température d’entrée de l’eau de refroidissement, x2

3. la concentration d’acide circulant dans le tube ,x3

– La variable de réponse, Y , est le pourcentage d’ammoniac perdu

(fois 10).

Le but est d’estimé les paramètre de modèle RQ

Qτ(y | x) = β0(τ) + β1(τ)x1 + β2(τ)x2 + β3(τ)x3,

3.3.2 Étude du quantile conditionnel d’ordre τ = 0.75

Les estimations des paramètres de régression données par la méthode

de Koenker sont résumées dans le tableau (3.1). On constate à part

pour la première covariable (flux d’air x1), est une valeur possible pour

les trois paramètres de régression (notons en outre que le paramètre

de régression correspondant à la covariable représentant la concentra-

tion en acide x3 est d’ailleurs estimé à 0).

Considèrons comme valeurs initiales des paramètre les estimations de

données par la méthode Koeker et choisissons également une matrice

de variance-covariance fournie par cette méthode et obtenue par boos-

trap [20] 1000 itérations sont effectues comme nous pouvons le consta-

ter sur le graphique (3, 1) ,en considérant ces valeurs intailles et cette
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Quantiles de régression Estimation Borne inf. Borne sup.

β̂0(0.75) −54.190 −61.163 8.484

β̂1(0.75) 0.871 0.533 1.206

β̂2(0.75) 0.983 −0.538 1.782

β̂3(0.75) 0.000 −0.517 0.053

Table 3.1 – Estimation par la méthode Yu et al des quantiles de régression pour τ = 0.75

Figure 3.1 – Châınes des itérations

matrice de variance-covariance ,nous ne visualisons pas de phase de

(burn-in) ,et on peut constater que l’auto-corrélation diminue avec le

nombre d’itérations figure (3,2). Enfin, le graphique (3,3) représente

quant à lui les distributions jointes des paramètre de la régression

quantile .

Pour éviter la phase (burn-in) ,nous devons ignorer les premières va-

leurs iterées ( les 1000 premières valeurs générées ). Le tableau (3,2)

donne des informations concernant la liste de chaque paramètre de

RQ. On constate à présent que seule la covariable relative à la concen-

tration en acide x3 ne semble pas être indispensable au modèle vu que

0 est à nouveau une valeur plausible pour le paramètre de régression

relatif à cette variable explicative. Le graphique (3,4) nous permet
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Figure 3.2 – Auto-corrélation

Figure 3.3 – Distributions jointes.
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Quantiles de régression Moyenne Quantile 0.025 Médiane . Quantile 0.975.

β̂0(0.75) −48.325 −66.920 −49.666 −20.938

β̂1(0.75) 0.856 0.587 0.851 1.150

β̂2(0.75) 1.042 0.250 1.045 1.855

β̂3(0.75) −0.065 −0.410 −0.043 0.178

Table 3.2 – Estimation par la méthode Yu et al des quantiles de régression pour τ = 0.75

de visualiser l’auto-correlation après avoir retiré ces 1000 premières

valeurs. On constate dés lors que l’auto-correlation diminue avec le

nombre d’itérations.

Enfin, les graphiques (3,5) représentent la distribution de chaque para-

mètre de la régression quantile, toujours en ayant mis de côté les 1000

premières valeurs générées. On constate que les distributions pour β̂1

et β̂2 sont plutôt symétriques, ce qui n’est guère étonnant vu les va-

leurs trés proches de la médiane et de la moyenne. On remarque par

contre une légère dissymétrie pour β̂0 et β̂3 , dissymétrie à gauche pour

β̂0 avec donc une valeur moyenne supèrieure à celle correspondant la

médiane, et une dissymétrie à droite où la valeur moyenne est dans

ce cas infèrieure à celle de la moyenne, comme nous pouvions déjà le

constater dans le tableau (3,2).

Interprétation

Enfin, pour terminer cet exemple, la distribution du quantile condi-

tionnel d’ordre 0,75 pour des valeurs fixes des covariables. Pour trou-

ver cette distribution, à savoir estimer le quantile conditionnel d’ordre

0, 75 pour chaque paramètre généré, en omettant les 1000 premières

valeurs, pour des valeurs fixées à 50, 20 et 80 pour les covariables et en

tenant compte d’un intercept. Nous obtenons alors la distribution re-

présentée sur la figure (3.5). Nous pouvons voir que cette distribution

est asymétrique à gauche avec une valeur moyenne de 10.097 et une

médiane de 9.955. Nous constatons également que 95% des valeurs

plausibles pour ce quantile conditionnel sont comprises entre 8, 163 et

12, 919. Nous concluons que, pour ces valeurs fixes des covariables, il

y a 75% de chances que le pourcentage d’ammoniac soit en moyenne
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Chap III Régression quantile bayésienne

Figure 3.4 – Auto-corrélation avec 1 comme valeur initiale pour chaque paramètre..

Paramère 2.5% quantile 97.5% quantile Moyenne . Médiane.

β̂0(0.95) −92 : 546 34.332 −44 : 259 −50.269

β̂1(0.95) 0.180 1.453 0.751 0.737

β̂2(0.95) −0.165 2.731 1.478 1.549

β̂3(0.95) −1.016 0.601 −0.098 −0.045

Table 3.3 – Estimation et IC pour ’échantillons empiriques de RQ , v = 0.95

inférieur à 0,101%.

3.3.3 Étude du quantile conditionnel d’ordre τ = 0, 95

De manière simulaire que dans le cas du quantile 0, 75 . les résultas de

l’étude pour quantile τ = 0, 95 sont résumées dans le tableau ( 3,3)

[57] . Pour les échantillons empiriques de la distribution a posteriori

conjointe coefficients de RQ ,pour v=0.95 que nous donnerons dans

la figure (3,6)
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Figure 3.5 – Distribution de chaque quantile de régression avec 1 comme valeur initiale.

Figure 3.6 – Les échantillons empiriques des distributions conjointes des paramètres de

régression quantile pour v = 0.95
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Quantiles de régression Estimation Borne inf. Borne sup.

β̂0(0.5) −44.6143 −54.3075 −34.1243

β̂1(0.5) 0.764 0.6529 0.8819

β̂2(0.5) 0.5908 0.2101 1.0121

β̂3(0.5) 0.0383 −0.0587 0.1266

Table 3.4 – Estimation des quantiles de régression pour τ = 0.5

Figure 3.7 – diagnostic pour β0.

3.3.4 Étude du quantile conditionnel d’ordre τ = 0, 5

Les résultats associés à l’étude du quantile conditionnel d’ordre

τ = 0, 5 pour 30000 itération sont résumés dans le tableau (3.4) et les

figures (3,7),(3,8),(3,9) et (3,10) :
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Figure 3.8 – diagnostic pour β1.

Figure 3.9 – diagnostic pour β2 .
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Figure 3.10 – diagnostic pour β3.

63



Conclusion

Nous avons présenté dans cet mémoire différentes approches de la

régression quantile, où nous avons le cas bayésien, pour un certain

nombre d’entrées elles ont été appliquées sur différents échantillons de

données représentant différents cas (relation linéaire entre la variable

dépendante et la covariable), et ce afin de conclure aux avantages et

inconvénients de ces méthodes selon le cas considéré.

La régression quantile est un outil précieux pour faire face à l’hé-

téroscédasticité, et fournit une méthode pour modéliser les taux de

changement de la variable de réponse en plusieurs points de la distri-

bution lorsque ces taux de changement sont différents.de la distribu-

tion lorsque ces taux de changement sont différents. de la distribution

lorsque ces taux de changement sont différents. Cependant, elle est

également utile dans le cas de modèles de régression homogènes en

dehors du modèle de régression normal classique, et dans le cas où

l’hypothèse d’indépendance de l’erreur est violée, car aucune hypo-

thèse de distribution paramétrique n’est requise pour la distribution

des erreurs.

En cas de normalité, l’estimateur des MCO est plus efficace, mais

lorsque les distributions sont non-normales, la précision de l’estima-

teur QR s’améliore par rapport aux MCO. L’estimateur QR est asymp-

totiquement normal comme le montre l’analyse des distributions em-

piriques du coefficient de pente dans un modèle de régression linéaire

simple.

La comparaison entre les différentes estimations de QR est mise en
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oeuvre en examinant les différences inter-quantiles. Il s’agit d’une

question pertinente car les QR peuvent différer uniquement en or-

donnée ou à la fois en ordonnée et en pente, permettent de déter-

miner lequel des deux est le cas. Dans le premier cas, la distribution

conditionnelle conditionnelle de la variable dépendante est i.i.d., inver-

sement, dans le second cas, l’hypothèse i.i.d. est irréaliste. Nous avons

étudié dans ce mémoire la classe des modèles GLM qui contient les

modèles linéaire classiques simple et donnerons une définition générale

sur sa propriété. Aussi nous définirons le modèle RQ et leur propriétés

et théorèmes .Il est important de mentionner que le fil conducteur des

méthodes bayésiennes présentées ici était de supposer une distribu-

tion asymétrique de Laplace de paramètre de localisation µ nul, de

paramètre d’échelle σ et de paramètre d’asymétrie τ fixé selon l’ordre

du quantile conditionnel souhaité, cette distribution vérifiant l’hypo-

thèse faite sur la distribution des résidus du modèle. Concernant les

méthodes bayésiennes dites paramétriques, nous avons mentionné les

définitions et les thèmes généraux de RQB tels qu’ils ont été présen-

tés dans ce mémoire. Néanmoins, toutes les techniques de la régression

quantile que nous venons de citer présentent le même désavantage qui

est de devoir résoudre autant de problèmes de minimisation. Ou de ré-

appliquer l’algorithme de Metropolis ou de Gibbs (en bayésienne) au-

tant de fois que de quantiles conditionnelles d’ordre τ souhaités, pour

une valeurà chaque fois différente et fixée de τ , ce qui peut s’avérer fas-

tidieux. De plus, bien que théoriquement les droites de régressions ne

devraient pas se croiser, il se pourrait que leurs estimations se croisent

ce qui semble contraire à toute logique.

La distribution de Laplace comme distribution auxiliaire des erreurs

[18] permet d’obtenir une équivalence formelle entre les modes pos-

térieurs et les estimations habituelles de la régression quantile. Ce-

pendant, l’approche de régression quantile bayésienne présente encore

des avantages considérables en ce qui concerne les spécifications de

modèle généralisées. D’autres approches de régression quantile bayé-

sienne tentent de contourner le problème de la distribution d’erreurs

65
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auxiliaire en incluant la distribution d’erreurs dans le problème d’es-

timation et en déterminer les quantiles à partir de la distribution des

erreurs estimée. Des exemples et des applications sont présenté afin

d’illustrer la modélisation de régression quantile en utilisant R et SAS

qui permettent d’implémenter l’approximation de ALD et les lois a

priori.

La bibliographie jointe démontre par son volume que les modèles de

régression ont ces dernières années su séduire un nombre gradissant de

statisticiens et de chercheurs pour développer et à chercher la solution

plus simple et facile de la régression.

Enfin, on a pu constater, au vu des nombreuses références citées dans

ce mémoire, que la théorie des quantiles de régression est vaste, et est

toujours en développement en particulier en statistique bayésienne.

Comme perspective nous proposons :

– Utiliser d’autre lois a priori et de vraisemblance pour l’étude bayé-

sienne.

– Étudier l’estimation non paramétrique de la régression quantile par

la méthode de spline et la méthode du noyau.
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Annexe

A] Lois utilisés

La loi inverse gamma

Considérons la distribution Gamma InverseGI(α1, β1) [41] , de densité

f(x) =
βα1

1 x−α1−1

Γ(α1)
exp
−β1

x

et

Γ(a) =

∫ +∞

0

xa−1 exp−x dx , a > 0

et α1, β1 ∈ R+,Le Gamma inverse est défini sur le support x ∈]0,+∞[

.

On note X une v.a. de la loi GI(α1, β1) alors :

E(X) =
β1

α1 − 1
et V (X) =

β2
1

(α1 − 1)2(α1 − 2)

l’antériorité conjuguée pour β1 le paramètre d’échelle de la distribution

Gamma Inverse, est une distribution Gamma paramétrée à l’aide des pa-

ramètre d1 et déchelle e1

p(β1) = G(β1 | d1, e1) =
ed11 β

d1−1
1

Γ(d1)
exp(−e1β1)
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Annexe Régression quantile bayésienne

Étant donné les observations x, nous multiplions la vraisemblance des don-

nées de la distribution Gamma Inverse et la priorisation de l’échelle pour

obtenir sa postèrieure

q(β1) = p(β1 | x) ∝

(
n∏
i=1

βα1
1 x−α1−1

i

Γ(α1)
exp

(
−β1

xi

))
edβd−1

1

Γ(d1)
exp(−e1β1)

En ne gardant que les termes dépendant de β1

q(β1) ∝ ed1βd1−1+nα1
1 exp

(
−β1

(
e1 +

n∑
i=1

x−1
i

))
donc la postèrieure est une Gamma q(β1) = G(β1 | d̂1, ê1) avec des valeurs

de paramètres

d̂1 = d1 + nα1, ê1 = e1 +
n∑
i=1

x−1
i

la loi normale

Soit X une variable aléatoire est distribuée selon une loi normal [45] de

paramètres µ1 ∈ R et σ1 ∈]0,+∞[ ,X ∼ N(µ1, σ1)

f(x) =
1√

2πσ1

exp

[
−1

2

(
x− µ1

σ1

)2
]
,−∞ < x < +∞

La fonction de densité de probabilité de la variable Z = (X − µ1)/σ1 est :

g(z) =
1√
2π

exp

(
−z

2
1

2

)
,−∞ < z1 < +∞

et ne dépend pas des paramètres µ1 et σ1. Cette distribution est appellée

la loi normale standardisée N(0, 1). Puisque

P{X ≤ x} = P

{
z1 ≤

x− µ1

σ1

}
de telles probabilités peuvent être calculées a partir des tables de la fonction

de distribution de Z, qui est :

Φ(z1) = Prob{Z ≤ z1} =
1√
2π

∫ z1

−∞
e−

t2

2 dt
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Si la loi normale standardisée est symétrique par rapport à l’origine, c’est-

à-dire :

Φ(z1) = 1− Φ(−z1)

L’estimation de paramètre µ̂1 et σ̂1

µ̂1 = 1
n

∑n
i=1 xi = x̄

σ̂1
2 = 1

n

∑n
i=1 (xi − x̄)2 = s2

La loi exponentielle

Soit X une v.a.r. de loi exponentielle [14] de paramètre λ1 > 0 , X ∼
exp(λ1)

1. densité : fX(x) = λ1e
−λ1x1[0,+∞[(x)

2. fonction de répartition : FX(x) = P(X ≤ x) =
(
1− e−λ1x

)
1[0,+∞[(x)

3. espérance : E[X] = 1/λ1

4. variance : Var(X) = 1/λ2
1

– Gaussienne inverse

La fonction de densité de probabilité d’une variable aléatoire X à distribu-

tion gaussienne inverse est

f(x;µ1, λ1) =

√
λ1

2π
x−3/2 exp

(
−λ1(x− µ1)

2

2µ2
1x

)
, x > 0

où µ1 > 0 et λ1 > 0. Le paramètre µ1 est la moyenne de la distribution et

λ1 est le paramètre d’échelle.

Les caractéristiques de modèle :

La fonction caractéristique de X ∼ IG(µ1, λ1),

E
[
eitx
]

=

∫ ∞
0

eitxf(x;µ1, λ1)dx
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peut être facilement obtenu en combinant les deux termes de l’inté-

grante et en simplifiant le côté droit sous la forme

E
[
eitx
]

= exp

{
λ1

µ1

[
1−

(
1− 2itµ2

1

λ1

)1/2
]}

×
∫ ∞

0

f

(
x;µ1

(
1− 2itµ2

1

λ1

)−1/2

, λ1

)
dx

Ainsi, la fonction caractéristique, désignée par CX(t), est donné par

CX(t) = exp

{
λ1

µ1

[
1−

(
1− 2iµ2

1t

λ1

)1/2
]}

Tous les moments positifs et négatifs existent. Les moments positifs

d’ordre τ peuvent être obtenus en différenciant la fonction carac-

téristique sur CX(t) et les moments négatifs en intégrant la r ème

dérivée de CX(t) et de l’évaluer à t = 0, on obtient

E [Xr] = µr1

r−1∑
s=0

(r − 1 + s)!

s!(r − 1− s)!

(
2
λ1

µ1

)−s
Loi asymétrique de Laplace

––1. Densité

En dit que U ∼ ALD(µ, σ, τ) [58]

la fonction densité de probabilité est donné par :

f(u;µ, σ, τ) =
τ(1− τ)

σ
exp

{
−ρτ

(
u− µ
σ

)}
où ρτ(x) n’est rien d’autre que la fonction de perte déjà définie

dans le chapitre 2 , définition (2.1), par

ρp(x) = x(τ − I(x < 0))

avec

– τ : paramètre d’asymétrie tel que τ ∈]1, 0[,

– σ : paramètre d’échelle tel que σ ∈]0,+∞[> 0,
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– µ : paramètre de localisation tel que µ ∈ R
en remarque que la fonction de densitÃl’ définie ci-dessus vérifiée

les 3 condition .

(a) f(u;µ, σ, τ) ≥ 0 car cette fonction est, Ãă une constante

positive près, une fonction exponentielle,

(b) f(u, µ, σ, τ) est continue et ce pour la même raison évoquée

au point (a) ,

(c)
∫ +∞
−∞ f(u;µ, σ, τ)du = 1, ce qui est vérifié ci-dessous.

On remarque aussi que pour une valeur de τ = 1/2, on retrouve

la fonction de densité de la loi standard de Laplace

f(u) = 1
4σ exp

(
−|u−µ|

2σ

)
qui est symétrique par rapport au paramètre de localisation µ .

En fonction des valeurs de τ , la loi est asymétrique, avec une asy-

métrie vers la gauche, c’est-à-dire un étalement des observations

vers la droite de la distribution pour des valeurs de τ infèrieures

à 1
2 et une asymétrie vers la droite, c’est-à-dire un étalement des

observations vers la gauche, lorsque τ est supèrieur à 1
2 ce qui

est représenté respectivement sur les graphiques (3, 7) et (3, 8)

en considérant un paramètre de localisation nul et un paramètre

d’échelle égal à 1.

Le graphique(3, 9)représente quant à lui la fonction de densité

pour des valeurs du paramètre d’échelle variant de 0.1 à 1, et ce

pour un paramètre d’asymétrie et de localisation respectivement

de 0.75 et 0.

2. Fonction de répartition

Soit une variable aléatoire X ∼ ALD(µ, σ, τ). Sa fonction de

71
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Figure 3.11 – Représentation de la fonction de densité pour des valeurs de τ infàrieures

à 0.5

Figure 3.12 – Représentation de la fonction de densité pour des valeurs de τ supèrieures

à 0.5
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Figure 3.13 – Représentation de la fonction de densité pour différentes valeurs du

paramètre d’échelle.

répartition est donnée par :

F (x;µ, σ, τ) =

{
τ exp

(
1−τ
σ (x− µ)

)
si x ≤ µ,

1− (1− τ) exp
(−τ
σ (x− µ)

)
si x > µ.

(3.1)

En effet, par définition

F (x;µ, σ, τ) =

∫ x

−∞
f(t;µ, σ, τ)dt

3. Propriétés des ALD

Proposition 3.3.1 si l’on veut obtenir les valeurs de la moyenne,

de la variance et par extension d’autres moments moments d’un

certain ordre, une possibilité est de dériver successivement la

fonction fonction génératrice des moments E(etx) et calculer cette

dérivée en t = 0 .

La fonction génératrice est donnée par :

E
[
etX
]

= τ(1− τ)
eµt

(τ − σt)(σt+ 1− τ)
.
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En dérivant cette fonction successivement et en l’évaluant ensuite

à t = 0, les valeurs de la moyenne et de la variance sont :

E[X] = µ+
σ(1− 2τ)

p(1− τ)

et V [X] =
σ2
(
1− 2τ + 2τ 2

)
(1− τ)2τ 2

.

Pour toutes les valeurs de τ supèrieures à 0, 5, on a un coefficient

négatif alors que ce coefficient est positif pour les valeurs de τ

infèrieures à 0, 5. Notons qu’il est égal à zéro lorsque τ est égal

à 0,5. Le graphique (3,11) montre cette tendance .

Les coefficient d’asymétrique

Considérons l’échantillon aléatoire X de taille n tel que Xi
iid∼

ALD(µ, σ, τ). L’estimateur par maximum de vraisemblance de µ

est

µ̂ = arg max
µ∈R

τn(1− τ)n

σn
e−

∑n
i=1 ρτ (xi−µ)

= arg min
µ∈R

n∑
i=1

ρτ (xi − µ) .

On retrouve la définition du quantile d’ordre τ telle que défini

dans le chapitre 2. Ce résultat n’a rien d’étonnant étant donné

que µ est, comme nous l’avions remarqué, le quantile d’ordre τ

de la distribution.

Proposition 3.3.2 Si X ∼ ALD(0, 1, p), alors Y = µ + σX ∼
ALD(µ, σ, p). De plus, si X ∼ ALD(µ, σ, p), alors Y = α+βX ∼
ALD(α + βµ, βσ, p) Démonstration. Ces résultats s’obtiennent

par un simple changement de variables. Il suffit donc de simu-

ler deux variables aléatoires indépendantes selon une loi expo-

nentielle standard pour obtenir, par combinaison linéaire, la loi

asymétrique de Laplace voulue.

Proposition 3.3.3 Considérons deux variables aléatoires α et β

indépendantes et distribuées tel que α ∼ Exp(1) et β ∼ Exp(1).

Dans ce cas, il vient que α
τ −

β
1−τ ∼ ALD(0, 1, τ).
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Figure 3.14 – Evolution du coefficient de Fisher en fonction de τ

B] Algorithme de simulation

Algorithme de SAS

data by stackloss ;

set stackloss ;

do τ = 0.5 ;

output ;

end ;

run ;

proc sort data=by stackloss ;

by τ ;

run ;

ods output postsummaries=by ps postintervals=by pi ;

proc mcmc data=by stackloss

seed=73625

propcov=congra

ntu=1000

nmc=30000
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mintune=17 ;

by τ ; parms (b0-b3) 0 ;

prior b : ∼ general(0) ;

mu= b0 + b1*airflow + b2*watertemp + b3*acidconc ;

u = stackloss - mu ;

ll = log(p)+log(1-p) - 0.5*(abs(u)+(2*p-1)*u) ;

model stackloss ∼ general(ll) ;

run ;

data process ;

merge by ps by pi ;

run ;

proc sort data=process out=process ;

by parameter τ ;

run ;

proc sgplot data=process(where=(parameter=”b0”)) ;

title ”Estimated Parameter by Quantile”;

title2 ”With 95% HPD Interval”;

series x=τ y=mean / markers legendlabel=”Intercept (b0)”;

band x=τ lower=hpdlower upper=hpdupper /

transparency=.5 legendlabel=”HPD Interval”;

yaxis label=”Intercept (b0)”;

xaxis label=”Quantile”;

refline 0 / axis=y ;

run ;

proc print data=process(where=(parameter=”b0”)) noobs ;

title ”Estimated Parameter b0 by Quantile”;

title2 ”with 95% HPD Interval”;

var τ mean hpdlower hpdupper ;

run ;
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[10] Nadia Dardenne. Régression quantile bayesienne. PhD the-
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quet. Régression linéaire simple et multiple. In Le logiciel

R, pages 375–422. Springer, 2011.

[13] Xavier D’hault fœuille and Pauline Givord. La régression
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Abstract

The advantage of the quantile regression method is that it allows

us to understand the relationships between the variables outside

of the conditional mean of the response. Thus, in this document

we focus on the standard regression for which the quantiles of the

response variable Y are linear with the covariates. The estimation

of the parameters of this model is given by an optimization pro-

blem of an objective function defined by the asymptotic weighted

absolute error. The Bayesian estimator is obtained on the basis

of the asymmetric Laplace distribution for well-defined a priori.

Résumé

L’avantage de la méthode de régression quantile est qu’elle nous

permet de comprendre les relations entre les variables en dehors

de la moyenne conditionnelle de la réponse.Ainsi, dans cemé-

moire, nous nous concentrons sur la régression standard pour la-

quelle les quantiles de la variable réponse Y sont linéaires avec les

covariables. L’estimation des paramètres de ce modèle est donnée

par un problème d’optimisation d’une fonction objective définie

par l’erreur absolue pondérée asymptotique. L’estimateur bayé-

sienne est obtenu sur la base de la distribution asymétrique de

Laplace pour des a priori bien définis.
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